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INTISARI 

 

Curah hujan merupakan salah satu komponen dalam iklim. Klasifikasi curah hujan 

menjadi salah satu masalah yang cukup menarik. Besarnya curah hujan tidak dapat 

ditentukan secara pasti namun dapat diperkirakan. Metode kNN merupakan sebuah 

pendekatan untuk klasifikasi non-parametrik yang cukup efisien. Berbagai upaya telah 

dilakukan untuk meningkatkan kinerja tetangga terdekat yang diklasifikasikan dengan 

teknik ensemble. Oleh karena itu, diperlukan suatu teknik khusus untuk melakukan 

klasifikasi terhadap data curah hujan yang dinamakan Ensemble Subset K-Nearest 

Neighbor. Tujuan penelitian ini adalah untuk mengetahui klasifikasi curah hujan. Data 

yang digunakan merupakan data sekunder yang bersumber dari website resmi BMKG 

tahun 2014-2018. Hasil dari penelitian ini menunjukkan bahwa ketika nilai k sebesar 3, 

maka nilai error yang didapatkan 0.260223 dan ketepatan klasifikasi yang dihasilkan 

sebesar 0.739777. Ketika nilai k sebesar 4, maka nilai error yang didapatkan 0.2695167 

dan ketepatan klasifikasi yang dihasilkan sebesar 0.730483. Ketika nilai k sebesar 5, 

maka nilai error yang didapatkan 0.2695167 dan ketepatan klasifikasi yang dihasilkan 

sebesar 0.730483. Ketika nilai k sebesar 6, maka nilai error yang didapatkan sebesar 

0.260223 dan ketepatan klasifikasi yang dihasilkan sebesar 0.739777. 

 

Kata kunci: Curah Hujan, ESKNN, Error, Ketepatan klasifikasi. 
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ABSTRACT 

 

Rainfall is one component in the climate. Classification of rainfall is one of the 

problems that is quite interesting. The amount of rainfall cannot be determined exactly 

but it can be estimated. The kNN method is an approach for non-parametric classification 

which is quite efficient. Various attempts have been made to improve the performance of 

the nearest neighbors who are classified with ensemble techniques. Therefore, a special 

technique is needed to classify the rainfall data called the Ensemble Subset K-Nearest 

Neighbor. The purpose of this study was to determine the classification of rainfall. The 

data used are secondary data sourced from the 2014-2018 BMKG official website. The 

results of this study indicate that when the k value is 3, the error value obtained is 

0.260223 and the resulting classification accuracy is 0.739777. When the value of k is 4, 

the error value obtained is 0.2695167 and the resulting classification accuracy is 

0.730483. When the value of k is 5, the error value obtained is 0.2695167 and the 

resulting classification accuracy is 0.730483. When the value of k is 6, the error value 

obtained is 0.260223 and the resulting classification accuracy is 0.739777. 

 

Keywords: Rainfall, ESKNN, Error, Classification accuracy. 
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BAB I 

PENDAHULUAN 

 

 

1.1 Latar Belakang Masalah 

Iklim merupakan salah satu hal yang cukup krusial di negara ini. Terutama 

Indonesia yang beriklim tropis. Iklim sendiri mempunyai pengaruh yang sangat 

besar bagi kelangsungan hidup manusia pada beberapa sektor diantaranya 

pertanian, pariwisata, transportasi, dan lain-lain. Iklim merupakan kondisi rata- 

rata cuaca dalam waktu yang relatif panjang. Cuaca dapat berubah seiring 

perubahan waktu. Salah satu faktor yang penting dalam perubahan cuaca yakni 

curah hujan. 

Curah hujan merupakan salah satu komponen dalam iklim. Curah hujan juga 

merupakan hal yang dapat berpengaruh pada cuaca. Menurut BMKG, curah hujan 

adalah ketebalan air hujan yang terkumpul dalam luasan 1 m2. Terdapat beberapa 

faktor yang mempengaruhi curah hujan diantaranya suhu, kelembaban, lama 

penyinaran, dan arah angin. 

Pada beberapa waktu silam, prediksi curah hujan menjadi salah satu 

masalah yang cukup menarik. Besarnya curah hujan tidak dapat ditentukan secara 

pasti, namun dapat diprediksi atau diperkirakan. Untuk menghasilkan prediksi 

yang akurat, diperlukan usaha dan kerja keras oleh para ahli Klimatologi yang 

telah menjadikan masalah tersebut menjadi sebuah tantangan besar untuk 

dipecahkan. 

Di Indonesia sendiri, Kota Bogor bukan merupakan kota yang menduduki 

peringkat sebagai kota yang memiliki curah hujan yang tinggi. Namun 

dikarenakan Kota Bogor memiliki julukan sebagai Kota Hujan yang tercatat 

bahwa hujan turun tidak mengenal waktu. Bahkan musim hujan atau kemarau pun 

akan tetap turun hujan. Maka dari itu, penelitian ini dilakukan untuk  

menghasilkan prediksi curah hujan di Kota Bogor yang akan datang. 

Secara geografis, kota Bogor sendiri berada pada ketinggian minimum 190 

m dan maksimum 330 m dari permukaan laut. Udara paling sejuk di Bogor 

mencapai 21.8 derajat celcius. Sehingga membuat kawasannya sering dilanda 
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hujan orografi (hujan yang terjadi di daerah pegunungan). (Bogor, 2016). Kota 

Bogor sendiri memiliki intensitas curah hujan yang cukup tinggi yakni di atas 100 

mm per hari. Menurut salah satu petugas di Stasiun Klimatologi Dramaga yakni 

pak Budi, bahkan ketika puncak musim kemarau melanda Indonesia, Bogor tetap 

sering diguyur hujan. Selain itu, curah hujan di Bogor dapat dikatakan cukup 

ekstrim dikarenakan hujan diikuti dengan petir dan angin yang cukup kencang. 

Oleh karena itu, diperlukan suatu teknik khusus untuk melakukan klasifikasi 

terhadap data curah hujan. 

Salah satu metode paling sederhana dan tertua untuk klasifikasi adalah 

klasifikasi k tetangga terdekat (kNN). Metode ini mengklasifikasikan pengamatan 

yang tidak diketahui ke kelas mayoritas di antara pengamatan tetangga 

terdekatnya, yang diukur dengan metrik jarak, dalam data pelatihan (Cover T, 

1967). Metode K-Nearest Neighbor (kNN) merupakan salah satu algoritma 

Machine Learning (ML) yang dianggap sebagai suatu metode yang sederhana 

untuk diterapkan dalam analisis data dengan dimensi variabel yang banyak. 

(Alkhatib K, 2013). Walaupun metode ini sederhana, namun metode ini memiliki 

kelebihan dibandingkan metode lainnya, yaitu dapat menggeneralisasi himpunan 

data training yang relatif kecil. (Maimon, 2010). Terlepas dari kesederhanaannya, 

kNN memberikan hasil yang kompetitif dan dalam beberapa kasus bahkan 

mengungguli algoritma pembelajaran kompleks lainnya. Metode kNN merupakan 

sebuah pendekatan untuk klasifikasi non-parametrik yang cukup efisien. Namun, 

kNN dipengaruhi oleh fitur-fitur non-informatif dalam data, sering kali dengan 

data dimensi tinggi. Berbagai upaya telah dilakukan untuk meningkatkan kinerja 

tetangga terdekat yang diklasifikasikan dengan teknik ensemble. (Gul, 2016) 

Berdasarkan penjelasan pada latar belakang diatas dan berdasar tinjauan 

pustaka yang telah di himpun, terdapat beberapa penelitian yang menggunakan 

data curah hujan. Selain itu alasan pemilihan metode yang terbilang baru dan 

dirasa cocok untuk mengatasi masalah curah hujan maka dari itu penulis 

berinisiatif   mengangkat   judul   ―Klasifikasi   Data   Curah   Hujan   Menggunakan 

Ensemble Subset K-Nearest Neighbor‖. Diharapkan penelitian mengenai 

klasifikasi prediksi curah hujan ini nantinya dapat mengantisipasi perubahan 
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cuaca yang tidak menentu di Kota Bogor serta dapat menjadi bahan pertimbangan 

bagi pembuat keputusan dan pihak terkait. 

 
1.2 Rumusan Masalah 

Berdasarkan uraian dari latar belakang masalah diatas, maka diperoleh 

rumusan masalah sebagai berikut: 

1. Bagaimana kondisi secara umum curah hujan di Kota Bogor pada tahun 

2014 - 2018? 

2. Bagaimana hasil klasifikasi curah hujan di Kota Bogor dengan 

menggunakan Ensemble Subset K-Nearest Neighbor? 

 
1.3 Batasan Masalah 

Adapun batasan masalah pada penelitian ini adalah sebagai berikut: 

1. Penelitian ini menggunakan data yang diambil dari website BMKG dari 

tahun 2014 sampai tahun 2018 di Kota Bogor. 

2. Alat analisis yang digunakan untuk memprediksi nilai curah hujan 

adalah deskriptif dan Ensemble Subset K-Nearest Neighbor. 

3. Software yang digunakan adalah R 3.6.1 

4. Untuk keseluruhan variabel yang digunakan merupakan data hasil rata- 

rata yang diperoleh dari website BMKG yaitu www.bmkg.go.id 

 
1.4 Tujuan Penelitian 

Penelitian ini memiliki tujuan sebagai berikut : 

1. Untuk mengetahui kondisi secara umum curah hujan di Kota Bogor 

tahun 2014 – 2018. 

2. Untuk mengetahui hasil klasifikasi curah hujan di Kota Bogor dengan 

menggunakan Ensemble Subset K-Nearest Neighbor. 

 
1.5 Manfaat Penelitian 

Manfaat dari penelitian ini adalah: 

1. Dapat menjelaskan penggunaan metode Ensemble Subset K-Nearest 

Neighbor. 

http://www.bmkg.go.id/
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2. Dapat menjadi sarana informasi dan referensi bagi semua pihak yang 

tertarik dengan masalah yang dibahas dalam penelitian ini. 
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BAB II 

TINJAUAN PUSTAKA 

 
Setelah peneliti melakukan telaah pada beberapa penelitian terdahulu, 

terdapat beberapa penelitian yang memiliki keterkaitan dengan penelitian yang 

peneliti lakukan. Baik keterkaitan pada metode ataupun objek pada penelitian. 

Berikut beberapa keterkaitan penelitian terdahulu. 

Penelitian yang dilakukan oleh Rakhmalia pada tahun 2018. Penelitian 

tersebut membahas tentang perbandingan hasil metode Naïve Bayes Classifier dan 

Support Vector Machine dalam klasifikasi curah hujan. Penelitian tersebut 

bertujuan untuk mendapatkan hasil perbandingan antara metode Naïve Bayes 

Classifier dan Support Vector Machine. Dalam penelitian tersebut, data yang 

digunakan merupakan data curah hujan harian di Provinsi Jawa Timur bulan 

Januari 2013 hingga Desember 2017 di seluruh stasiun BMKG di Jawa Timur. 

Variabel yang digunakan yaitu rata-rata suhu, rata-rata kelembaban, lama 

penyinaran, rata-rata kecepatan angin dan status curah hujan (yang telah di 

kategorikan). Hasil yang diperoleh yaitu berdasarkan hasil akurasi pada data 

training yang diperoleh, maka hasil perbandingan nilai akurasi tersebut pada 

metode NBC dan SVM yang tertinggi adalah metode SVM menggunakan kernel 

RBF dengan C=1 dan Gamma = 1. Hasil untuk akurasi data testing adalah sebesar 

80,365%. Metode SVM inilah yang nantinya akan digunakan untuk prediksi data 

selanjutnya. 

Penelitian yang dilakukan oleh Puspaningrum pada tahun 2018. Penelitian 

tersebut membahas tentang perbandingan metode Extreme Machine Learning dan 

SARIMA/GARCH dalam peramalan data curah hujan. Penelitian tersebut 

bertujuan untuk mengetahui metode terbaik dari hasil peramalan menggunakan 

metode Extreme Machine Learning dan SARIMA/GARCH serta hasil dari 

peramalannya. Dalam penelitian tersebut, data yang digunakan merupakan data 

curah hujan per dasarian di Kabupaten Sleman dari tahun 1998-2017. Variabel 

yang digunakan yaitu hanya jumlah curah hujan saja. Hasil yang diperoleh yaitu 

rata-rata curah hujan dari keenam pos yang terdapat di Kabupaten Sleman pada 
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tahun 1998, 2016 dan 2017 tinggi. Berdasarkan nilai kesalahan peramalan 

didapatkan hasil bahwa metode ELM memiliki nilai error yang lebih kecil 

dibandingkan dengan metode SARIMA/GARCH untuk 5 pos stasiun. Sedangkan 

untuk satu pos sisanya, metode SARIMA/GARCH memiliki nilai kesalahan 

peramalan yang lebih kecil dibandingkan metode ELM. Namun, hasil peramalan 

dengan metode ELM belum dapat digunakan untuk melakukan peramalan data 

curah hujan dasarian karena terdapat hasil peramalan yang bernilai negatif dan 

terdapat beberapa nilai curah hujan yang memiliki selisih antara nilai peramalan 

dengan data asli yang cukup banyak. 

Penelitian yang dilakukan oleh Humaini pada tahun 2015. Penelitian tersebut 

membahas tentang penggunaan metode Extreme Machine Learning untuk 

memprediksi kondisi cuaca di wilayah Malang. Penelitian tersebut bertujuan 

untuk mengetahui bagaimana model jaringan syaraf tiruan ELM untuk 

memprediksi kondisi cuaca di wilayah Malang. Dalam penelitian tersebut, data 

yang digunakan adalah data harian bulan Maret 2014 dan Agustus 2014 yang 

diambil dari instansi BMKG Karangploso Malang tahun 2014. Hasil dari 

penelitian tersebut diperoleh model optimal dari proses training jaringan saraf 

tiruan ELM untuk prediksi cuaca di Malang yang terdiri dari 4 unit input 

(kecepatan angin, suhu udara, kelembaban udara dan tekanan udara), 4 unit  

hidden pada 1 hidden layer dan 1 unit output (hujan atau tidak hujan). 

Sebagaimana hasil output jaringan saraf tiruan dengan menggunakan data testing 

menghasilkan 80% memenuhi kriteria data dan 20% tidak memenuhi kriteria data, 

dengan keterangan hujan (Maret 2014) dan tidak hujan (Agustus 2014). Sehingga 

pada prediksi data testing menggunakan model jaringan syaraf tiruan 

menghasilkan galat 20%. 

Pada tahun 2016, Gul mempublikasikan jurnal yang berjudul ―Ensemble of a 

Subset of kNN Classifiers‖. Dalam jurnal tersebut, penulis menggabungkan 

beberapa klasifikasi, yang dikenal sebagai metode ensemble, dapat memberikan 

peningkatan substansial dalam kinerja prediksi algoritma pembelajaran terutama 

di hadapan fitur non-informatif dalam set data. Penulis mengusulkan ensemble 

subset dari klasifikasi kNN, ESkNN, untuk tugas klasifikasi dalam dua langkah. 
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Pertama, penulis memilih klasifikasi berdasarkan kinerja masing-masing 

menggunakan akurasi out-of-sampel. Klasifikasi yang dipilih kemudian 

digabungkan secara berurutan mulai dari model terbaik dan dinilai untuk kinerja 

kolektif pada set data validasi. Penulis menggunakan set data tanda benchmark 

dengan fitur asli dan beberapa tambahan yang tidak informatif untuk evaluasi 

metode penulis. Hasilnya dibandingkan dengan kNN biasa, kNN bagged, random 

kNN, metode subset fitur ganda, random forest dan support vector machine. 

Perbandingan eksperimental penulis pada masalah klasifikasi benchmark dan set 

data simulasi mengungkapkan bahwa ensemble yang diusulkan memberikan 

kinerja klasifikasi yang lebih baik daripada kNN biasa dan ensembelnya, dan 

membandingkan kinerja random forest dan support vector machine. 

Pada tahun 2011, Thirey mempublikasikan jurnal yang berjudul 

―Increasing   Accuracy   Through   Class   Detection:   Ensemble   Creation   Using 

Optimized Binary kNN Classifier‖. Dalam jurnal tersebut, penulis menjelaskan 

bahwa Ensemble Classifier telah berhasil digunakan untuk meningkatkan tingkat 

akurasi klasifikasi yang mendasarinya. Melalui penggunaan klasifikasi 

teragregasi, sangat mungkin untuk mencapai tingkat kesalahan yang lebih rendah 

dalam klasifikasi daripada dengan menggunakan instance classifier tunggal. 

Ensemble paling sering digunakan dengan menggabungkan pohon keputusan atau 

jaringan saraf karena tingkat kesalahan yang lebih tinggi ketika digunakan secara 

individual. Dalam jurnal ini, penulis akan mempertimbangkan implementasi unik 

dari ensemble classifier yang menggunakan pengklasifikasi kNN. Setiap classifier 

dirancang untuk mendeteksi keanggotaan dalam kelas tertentu menggunakan 

proses seleksi subset terbaik untuk variabel. Ini dapat memberikan keragaman 

yang diperlukan untuk keberhasilan mengimplementasikan ensemble. Mekanisme 

agregasi untuk menentukan klasifikasi akhir dari ensemble disajikan dan diuji 

terhadap beberapa set data yang terkenal. 

Pada   tahun   2014,   Hassanat   mempublikasikan   jurnal   yang berjudul 

―Solving  the  Problem  of  the  K  Parameter  in  the  KNN  Classifier  Using  an 

Ensemble Learning Approach‖ Dalam jurnal tersebut, penulis menyajikan solusi 

baru  untuk  memilih  parameter  k  dalam  algoritma  k-tetangga  terdekat  (kNN), 
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solusinya tergantung pada gagasan pembelajaran ensemble, di mana classifier 

kNN yang lemah digunakan setiap kali dengan k yang berbeda, mulai dari satu ke 

akar kuadrat dari ukuran set pelatihan. Hasil dari pengklasifikasi lemah 

digabungkan menggunakan aturan jumlah tertimbang. Solusi yang diusulkan diuji 

dan dibandingkan dengan solusi lain menggunakan eksperimen dalam masalah 

kehidupan nyata. Hasil percobaan menunjukkan bahwa pengelompokan yang 

diusulkan mengungguli pengelompokan kNN tradisional yang menggunakan 

jumlah tetangga yang berbeda, kompetitif dengan pengelompokan lain, dan 

merupakan pengelompokan yang menjanjikan dengan potensi kuat untuk berbagai 

aplikasi. 

 
Tabel 2.1 Rujukan Penelitian 

 

Nama Variabel/Data Metode Kesimpulan 

Riza Indriani 

Rakhmalia 

(2018) 

Rata-rata suhu, rata- 

rata kelembaban, 

lama penyinaran, 

rata-rata kecepatan 

angin dan status 

curah hujan (yang 

telah dikategorikan) 

Naïve Bayes 

Classifier  dan 

Support Vector 

Machine 

Perbandingan nilai akurasi 

pada metode NBC dan 

SVM yang tertinggi 

adalah metode SVM 

menggunakan kernel RBF 

dengan C=1 dan 

Gamma=1. Hasil untuk 

akurasi data testing 

sebesar 80.365% 

Laksmita 

Puspaningrum 

(2018) 

Jumlah curah hujan Extreme Machine 

Learning dan 

SARIMA/GARCH 

Metode ELM memiliki 

nilai error  yang lebih 

kecil   dibandingkan 

metode 

SARIMA/GARCH untuk 

5 pos stasiun. Sedangkan 

untuk satu pos sisanya, 

metode 

SARIMA/GARCH 

memiliki nilai kesalahan 
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Nama Variabel/Data Metode Kesimpulan 

   peramalan lebih kecil 

dibanding metode ELM 

Qoid Humaini 

(2015) 

Musim, tanggal, jam, 

kecepatan angin, 

suhu udara, 

kelembaban udara, 

tekanan udara 

Extreme Machine 

Learning 

Model optimal dari proses 

training jaringan syaraf 

tiruan ELM  untuk 

prediksi cuaca di Malang 

terdiri dari 4 unit input, 4 

unit hidden pada 1 hidden 

layer dan 1 unit output. 

Prediksi data testing 

menghasilkan galat 20% 

Asma Gul 

(2016) 

Set data benchmark, 

penulis menilai 

ESKNN 

menggunakan 

simulasi model. 

Berikut rincian 

kedua simulasi 

modelnya. Model 

pertama, variabel 

untuk kelas 1 

berkorelasi dan 

dihasilkan dengan 

struktur          varians 

kovarians  yang 

bervariasi, 

sedangkan fitur yang 

menentukan kelas 2 

adalah  independen. 

Sebanyak 500  set 

data kelas biner 

independen 

Ensemble of a 

Subset of kNN 

Classifiers 

Hasilnya    dibandingkan 

dengan kNN biasa, kNN 

bagged,   random  kNN, 

metode subset fitur ganda, 

random forest dan support 

vector      machine. 

Perbandingan 

eksperimental   penulis 

pada masalah klasifikasi 

benchmark dan set data 

simulasi mengungkapkan 

bahwa ensemble   yang 

diusulkan    memberikan 

kinerja klasifikasi yang 

lebih baik daripada kNN 

biasa dan ensembelnya, 

dan  membandingkan 

kinerja random forest dan 

support vector machine 
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Nama Variabel/Data Metode Kesimpulan 

 dihasilkan, masing- 

masing dengan 20 

fitur. Model simulasi 

kedua  adalah  model 

4 dimensi yang 

berasal dari model 

yang diusulkan 

dalam Mease et al. 

(2007).  Seperangkat 

500 set data kelas 

biner independen 

dihasilkan, masing- 

masing terdiri dari 

1000       pengamatan 

dan 4 fitur 

  

Benjamin 

Thirey (2011) 

Data yang digunakan 

berasal dari UCI 

Machine Learning 

Repository dengan 

pengecualian dataset 

IRIS yang tersedia 

dalam perangkat 

lunak R (23, 24, 25). 

Selain itu juga 

menggunakan data 

Low Resolution 

Spectrometer (LRS) 

dan dataset 

ARRYTHMIA 

Ensemble Creation 

Using Optimized 

Binary kNN 

Classifier 

Tingkat   akurasi     dan 

jumlah  variabel    yang 

digunakan disajikan pada 

tabel yang terdapat pada 

jurnal tersebut. Dengan 

menggunakan 

pengklasifikasi individual, 

didapatkan     tingkat 

klasifikasi   yang  tinggi. 

Dalam dataset LRS dan 

ARRYTHMIA,    model 

dalam      klasifikasi 

ensemble        hanya 

menggunakan sekitar 5% 

dari variabel  prediktor 

yang  tersedia.  Jumlah 

rata-rata variabel 
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Nama Variabel/Data Metode Kesimpulan 

   prediktor yng digunakan 

untuk klasifikasi secara 

signifikan lebih kecil dari 

itu 

Ahmad Basser 

Hassanat 

(2014) 

Data yang digunakan 

yaitu 28 set data 

yang berbeda untuk 

mewakili klasifikasi 

yang diambil dari 

UCI Machine 

Learning Repository 

yang terdapat pada 

tabel 1 dalam jurnal 

tersebut 

Solving the 

Problem of the K 

Parameter in the 

KNN      Classifier 

Using an 

Ensemble 

Learning 

Approach 

Hasil eksperimen 

menggunakan  berbagai 

set data menunjukkan 

keunggulan metode yang 

diusulkan menggunakan 

berbagai nilai k.  Selain 

itu, kecepatan yang 

diusulkan menunjukkan 

bahwa metode (waktu 

linier) lebih baik daripada 

metode IINC yang 

merupakan waktu linier 

logaritmik 

Meila Ika 

Pradipta (2020) 

Tanggal, suhu rata- 

rata, kelembaban 

rata-rata, curah 

hujan, lama 

penyinaran, dan arah 

angin saat kecepatan 

maksimum 

Ensemble Subset 

KNN 

Hasil klasifikasi yang 

didapatkan   telah 

dijelaskan di penelitian ini 

terdapat pada bab V 

Pembahasan.  Untuk 

ketepatan klasifikasi dan 

nilai errornya didapatkan 

hasil ketika nilai k sebesar 

3, maka nilai error yang 

didapatkan 0.260223 dan 

ketepatan klasifikasi yang 

dihasilkan sebesar 

0.739777. Ketika nilai k 

sebesar 4, maka nilai error 

yang didapatkan 
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Nama Variabel/Data Metode Kesimpulan 

   0.2695167 dan ketepatan 

klasifikasi yang 

dihasilkan  sebesar 

0.730483. Ketika nilai k 

sebesar 5, maka nilai error 

yang didapatkan 

0.2695167 dan ketepatan 

klasifikasi   yang 

dihasilkan sebesar 

0.730483. Ketika nilai k 

sebesar 6, maka nilai error 

yang didapatkan sebesar 

0.260223 dan ketepatan 

klasifikasi  yang 

dihasilkan sebesar 

0.739777. 
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BAB III 

LANDASAN TEORI 

 
3.1 Curah Hujan 

Curah hujan adalah jumlah air yang jatuh di permukaan tanah datar selama 

periode tertentu yang diukur dengan satuan tinggi milimeter (mm) di atas 

permukaan horizontal. Curah hujan 1 (satu) milimeter, artinya dalam luasan satu 

meter persegi pada termpat yang datar tertampung air setinggi satu milimeter atau 

tertampung air sebanyak satu liter. (Manalu, 2016). Berdasarkan penelitian yang 

dilakukan oleh (Fauziah, 2008), terdapat lima kriteria curah hujan sebagai berikut: 

Tabel 3.1 Kriteria Curah Hujan 

 

Status Rentang Curah Hujan 

Sangat Ringan < 5 mm/hari 

Ringan 5 – 20 mm/hari 

Sedang 21 – 50 mm/hari 

Lebat 51 – 100 mm/hari 

Sangat Lebat >100 mm/hari 

 
3.2 Geografis Kota Bogor 

Secara geografis, Kota  ogor terletak di antara 106  4  T dan 6  26  LS.   

Kota Bogor mempunyai rata-rata ketinggian minimum 190 m dan maksimum 350 

m dari permukaan laut. (Diskominfostandi Kota Bogor, 2016). Menurut website 

(Bogor, 2016), kondisi iklim di Kota ogor suhu rata-rata tiap bulan 26 C dengan 

suhu terendah 21. C dengan suhu tertinggi 30.4 C. Kelembaban udara 70 %, 

Curah hujan rata-rata setiap tahun sekitar 3.500 – 4000 mm dengan curah hujan 

terbesar pada bulan Desember dan Januari. Luas Wilayah Kota Bogor sebesar 

11.850 Ha yang terdiri dari 6 kecamatan dan 68 kelurahan. Kemudian secara 

administratif, kota Bogor terdiri dari 6 wilayah kecamatan, 31 kelurahan dan 37 

desa (lima diantaranya termasuk desa tertinggal yaitu desa Pamoyanan, Genteng, 

Balungbangjaya, Mekarwangi dan Sindangrasa), 210 dusun, 623 RW, 2.712 RT. 
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3.3 Variabel Berpengaruh dalam Curah Hujan 

Berdasarkan penelitian yang dilakukan oleh (Rakhmalia, 2018) terdapat 

beberapa variabel yang berpengaruh terhadap curah hujan. 

a. Rata-rata uhu C) 

Menurut MKG ― uhu udara merupakan ukuran energi kinetik rata- 

rata dari pergerakan molekul. Alat pengukur suhu pada umumnya 

yang digunakan pada BMKG adalah thermometer kaca (liquid-in- 

glass thermometer) untuk peralatan konvensional dan thermometer 

PT-100 untuk peralatan-peralatan digital‖. Data untuk variabel rata- 

rata suhu adalah numerik dengan satuan C). 

b. Rata-rata Kelembaban (%) 

Kelembaban udara menurut  MKG adalah ―jumlah kandungan uap 

air yang ada dalam udara. Kandungan uap air di udara berubah-ubah 

bergantung pada suhu makin tinggi suhu, makin banyak kandungan 

uap airnya. Alat pengukur kelembapan udara adalah higrometer.‖ 

Pada variabel independen rata-rata kelembaban ini data yang 

digunakan berskala numerik dalam bentuk persentase. 

c. Lama Penyinaran (jam) 

Lama penyinaran artinya adalah lama penyinaran oleh matahari. 

Menurut   BMKG   ―lama   penyinaran   merupakan   salah   satu   dari 

beberapa unsur klimatologi, dan didefinisikan sebagai kekuatan 

matahari yang melebihi 120 W/m2. Alat pengukur penyinaran 

matahari adalah Campbell Stokes Recorder, alat ini secara resmi 

yang digunakan oleh MKG‖. Data pada variabel lama penyinaran 

dalam satuan jam. 

d. Arah Angin Saat Kecepatan Maksimum (deg) 

Arah angin adalah petunjuk pergerakan angin. Arah angin juga 

merupakan dari mana angin tersebut berhembus dan dinyatakan 

dengan sudut di dalam kompas. Data pada variabel arah angin dalam 

satuan deg. 
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3.4 Software R 

R termasuk kelompok perangkat statistik open source yang tidak 

memerlukan lisensi/gratis, atau yang dikenal dengan freeware. Paket R memiliki 

fasilitas yang sangat banyak untuk analisis data statistik, mulai dari metode yang 

klasik sampai dengan yang modern, seperti pengolahan data frekuensi, korelasi, 

regresi, dan lain sebagainya. 

Adapun kehebatan-kehebatan dari R adalah: 

1. Efektif dalam pengelolaan data dan fasilitas penyimpanan. Ukuran file 

yang disimpan jauh lebih kecil dibanding perangkat lunak lainnya. 

2. Lengkap dalam operator perhitungan array. 

3. Lengkap dan terdiri dari koleksi alat statistik yang terintegrasi untuk 

analisis data, diantaranya, mulai statistik deskriptif, fungsi probabilitas, 

berbagai macam uji statistik, hingga time series. 

4. Tampilan grafik yang menarik dan fleksibel. 

5. Dapat dikembangkan sesuai keperluan dan kebutuhan dan sifatnya yang 

terbuka, setiap orang dapat menambahkan fitur-fitur tambahan dalam 

bentuk paket ke dalam software R. 

6. R bersifat multiplatform, yakni dapat diinstall dan digunakan baik pada 

system operasi Windows, UNIX/LINUX maupun pada Macintosh. Untuk 

dua system operasi disebeutkan terakhir diperlukan sedikit penyesuaian. 

R (juga dikenal sebagai GNU S) adalah bahasa pemrograman dan perangkat 

lunak untuk analisis statistika dan grafik (John, 2005). R dibuat oleh Ross Ihaka 

dan Robert Gentleman di Universitas Auckland, Selandia Baru, dan kini 

dikembangkan oleh R Development Core Team, di mana Chambers merupakan 

anggotanya. R dinamakan sebagian setelah nama dua pembuatnya (Robert 

Gentleman dan Ross Ihaka), dan sebagian sebagian dari permainan nama dari S. 

(Hornik, 2020) 

Bahasa R kini menjadi standar de facto di antara statistikawan untuk 

pengembangan perangkat lunak statistika, serta digunakan secara luas untuk 

pengembangan perangkat lunak statistika dan analisis data (Vance, 2009). R 

merupakan bagian dari proyek GNU. Kode sumbernya tersedia secara bebas di 

bawah Lisensi Publik Umum GNU, dan versi biner prekompilasinya tersedia 

http://olahdata.biz/
http://olahdata.biz/
https://id.wikipedia.org/wiki/Bahasa_pemrograman
https://id.wikipedia.org/wiki/Perangkat_lunak
https://id.wikipedia.org/wiki/Perangkat_lunak
https://id.wikipedia.org/wiki/Statistika
https://id.wikipedia.org/wiki/Grafik
https://id.wikipedia.org/wiki/Universitas_Auckland
https://id.wikipedia.org/wiki/Selandia_Baru
https://id.wikipedia.org/wiki/GNU


16 

 

 

untuk berbagai sistem operasi. R menggunakan antarmuka baris perintah, meski 

beberapa antarmuka pengguna grafik juga tersedia. (Foundation) 

 
3.5 Interpolasi Linier 

Interpolasi adalah pencarian sebuah titik di antara dua sumbu (min)  dan 

(max) yang dalam sebuah data linier disebut interpolasi linier. Interpolasi disebut 

juga penyisipan atau penambahan data yang tidak tersedia/hilang (Heri Mulyono). 

Interpolasi adalah metode yang sangat berguna saat kita tidak memperoleh nilai 

data pada periode tertentu karena data tidak tersedia dengan berbagai penyebab. 

Cara menentukan nilai fungsi f dititik X* ε [X0, Xn] dengan menggunakan 

informasi dari seluruh atau sebagian titik-titik yang diketahui (X0, X1, …, Xn). 

(Mohamad Sidiq) 

Tabel 3.2 Penentuan Fungsi pada Interpolasi 
 

X X0 X1 X2 … Xn 

F(x) F(X0) F(X1) F(X2) … F(Xn) 

 
Bentuk paling sederhana dari interpolasi adalah menghubungkan dua titik 

data dengan garis lurus. 

 

 

 

 

 

 

 

 

 

 

 

 

 

Gambar 3.1 Grafik Sederhana dari Interpolasi 
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Gambar 3.2 Grafik Sederhana dari Interpolasi 

(source : https://www.slideshare.net/oktiagung/metode-interpolasi-linier) 

Metode ini disebut dengan interpolasi linier yang dapat dijelaskan dengan 

rumus sebagai berikut: 

   
   

 
  

   

atau 

( 3.1 ) 

  ( ) ( ) ( ) ( ) ( 3.2 ) 
(       ) ( ) 

sehingga 

( ) (  )
 ( ) ( ) (     

 ) ( 3.3 ) 
(         ) 

Data yang hilang adalah masalah yang sangat umum untuk semua jenis data. 

(Moritz S. , 2017). Dalam R, terdapat sebuah packages yang dapat mengatasi data 

missing. Packages imputeTS merupakan kumpulan algoritma dan alat untuk 

imputasi deret waktu univariat. Packages ini terdapat beberapa implementasi 

algoritma imputasi yang berbeda. Selain algoritme imputasi, packages ini juga 

berfungsi merencanakan dan mencetak data yang hilang. Packages ini mudah 

digunakan (Moritz, 2018): 

a. Untuk mengisi data yang hilang dalam data deret waktu 

na.interpolation(x) 

b. Untuk memplotkan data deret waktu yang hilang 

plotNA.distribution(x) 

c. Untuk mengetahui hasil data deret waktu 

statsNA(x) 

https://www.slideshare.net/oktiagung/metode-interpolasi-linier
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3.6 Data Mining 

Data Mining merupakan proses pengumpulan dan menggali data untuk 

menemukan pola yang menarik dari data dalam jumlah besar. Metode ini 

merupakan gabungan dari machine learning, statistik dan sistem basis data. 

(Christopher, 2010). Data mining dapat diterapkan pada berbagai bidang yang 

mempunyai sejumlah data. Data mining bertujuan untuk memperbaiki teknik 

tradisional, sehingga bisa menangani (Fajrin, 2018): 

a. Jumlah data yang sangat besar 

b. Dimensi data yang tinggi 

c. Data yang heterogen dan berbeda sifat 

Dibawah ini merupakan tahapan dari data mining (source : www.google.com) 
 

Gambar 3.3 Tahapan Data Mining 

 
 

3.7 Ensemble Subset 

Misalkan L = (Xi, Yi), dengan i = 1,…,n merupakan himpunan data training 

yang terdiri dari n pengamatan, dengan Xi = (Xi1, Xi2, … ,Xid) adalah sebuah vektor 

variabel berdimensi d dan y adalah sebuah vektor dari kelas label. Dimana Yi ε 

{1,…,J}, J adalah jumlah kelas total. Dalam kasus penelitian ini, Yi ε {0,1,2,3,4}. 

Berikut ini merupakan tabel ilustrasi dari metode Ensemble Subset: 

 Yi Xi1 Xi2 … Xid 

i=1 Y1 X11 X12 … X1d 

i=2 Y2 X21 X22 … X2d 

i=3 Y3 X31 X32 … X3d 

http://www.google.com/
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i=4 Y4 X41 X42 … X4d 

i=5 Y5 X51 X52 … X5d 

… … … … … … 

n Yn Xn1 Xn2 … Xnd 

 

Berdasarkan data set himpunan data L, sebuah classifier memprediksikan 

kelas label untuk observasi dengan fitur pada vektor (X’). Kemudian, bagi data 

training L menjadi 2 data bagian yaitu Lt dan Lv. Bagian yang pertama akan kita 

gunakan untuk konstruksi classifier dan bagian yang lain untuk validasi. Untuk 

memudahkan, himpunan yang digunakan untuk mengkonstruksi model pada Lt 

didefinisikan sebagai L*. Misalkan d input fitur di L* didefinisikan dengan P = P1, 

…,Pd. Untuk ukuran subset yang diberikan, misalkan l dengan l < d, sebuah 

subhimpunan dari fitur Pl di ambil dari P. Berdasarkan fitur yang dipilih secara 

acak, sampel bootstrap di ambil dari L*. Pembelajaran bootstrap baru pada 

himpunan L*(l) terdiri dari vektor fitur berdimensi l. Proses ini diulang sampai kita 

mendapatkan n training set, L*(1l),…, L*( m l), masing-masing dari (n×1+1) dimensi. 

Dasar kNN classifier dibangun dari himpunan data training dan sebuah himpunan 

dari m classifier yang dihasilkan. 

Sementara, dengan membuat sebuah sampel random dengan ukuran yang 

sama (n) dari himpunan training, di ambil 1/3 dari sampel tersebut. Observasi 

tersebut kita sebut sebagai OOB (out-of-bag) klasifikasi dan dapat digunakan 

untuk mengestimasi kesalahan klasifikasi. Dalam penelitian ini, digunakan sampel 

OOB yang didefinisikan sebagai data testing yang digunakan sebagai penguji dari 

hasil klasifikasi. m classifier kemudian diranking sesuai dengan akurasi klasifikasi 

masing-masing. Klasifikasi tersebut kemudian digunakan untuk melakukan 

asesmen pada himpunan data Lv. (Gul, 2016) 

Pembentukan ensemble subset dari pengklasifikasi kNN dapat diringkas 

sebagai berikut : 

1. Buat sampel acak ukuran l < d, tanpa pengembalian, vektor fitur P dari L*, 

tentukan vektor fitur Pl 

2. Berdasarkan subset acak yang dipilih, buat sampel acak berukuran n, L*(l) 

dari L* 
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3. Susunlah kNN classifier pada L*(l) 

4. Hitung keakuratan klasifikasi untuk sampel OOB, menggunakan variabel 

yang sama seperti yang digunakan untuk konstruksinya. 

5. Ulangi langkah ke 1-4 hingga m kali dan beri peringkat m pengklasifikasi 

berdasarkan keakuratannya. 

6. Pilih h pengklasifikasi pertama dengan akurasi tertinggi 

 
 

3.8 K-Nearest Neighbor 

Dalam pola rekognisi, algoritma kNN adalah metode non parametrik yang 

digagas oleh Thomas Cover yang digunakan untuk klasifikasi dan regresi. Dalam 

dua hal tersebut, input memiliki data training k terdekat dalam ruang fitur. 

Outputnya bergantung pada apakah kNN digunakan untuk klasifikasi atau regresi. 

Dalam klasifikasi kNN, output adalah sebuah keanggotaan kelas. Sebuah objek 

diklasifikasikan berdasarkan perbedaan pilihan tetangganya (k adalah bilangan 

bulat positif, biasanya kecil). Jika k=1, maka objek ditempatkan sebagai kNN 

tunggal. (Altman, 1992) 

kNN adalah suatu tipe pembelajaran berbasis contoh dimana fungsi hanya 

diberi pendekatan terbatas dan semua perhitungan dilakukan setelah evaluasi 

fungsi. Oleh karena itu, algoritma ini mendasarkan pada jarak bagi klasifikasi, 

menormalkan data training dan dapat meningkatkan keakuratannya secara 

dramatis. (Altman, 1992). Algoritma k-Nearest Neighbor (kNN) merupakan 

sebuah metode untuk melakukan klasifikasi terhadap objek berdasarkan data 

pembelajaran yang jaraknya paling dekat dengan objek tersebut. kNN termasuk 

algoritma supervised learning dimana hasil dari query instance yang baru 

diklasifikan berdasarkan mayoritas dari kategori pada kNN. Kelas yang paling 

banyak muncul itu yang akan menjadi kelas hasil klasifikasi. Tujuan dari 

algoritma ini adalah mengklasifikasikan objek baru berdasarkan atribut dan 

sampel-sampel dari data training. (Banjarsari, 2015). 

Prinsip kerja kNN adalah mencari jarak terdekat antara data yang akan 

dievaluasi dengan k tetangga terdekatnya dalam data training, dengan k 

merupakan banyaknya tetangga terdekat. Data training diproyeksikan ke dalam 

ruang berdimensi banyak, dimana masing-masing dimensi menjelaskan fitur dari 
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data. Ruang ini dibagi menjadi bagian-bagian berdasarkan klasifikasi data 

training. (Ramadhani, 2019) 

Langkah yang digunakan dalam metode k-Nearest Neighbor yaitu (Budiman, 

2015) : 

1. Tentukan parameter k (jumlah tetangga paling dekat). 

2. Hitung jarak Euclid masing-masing objek terhadap data sampel yang 

diberikan. 

3. Urutkan seluruh jarak berdasarkan jarak minimum dan tetapkan sesuai 

dengan nilai k. 

4. Kumpulkan kategori Y (klasifikasi nearest neighbor). 

5. Gunakan kelas dengan jumlah terbanyak untuk menentukan nilai query 

instance yang telah dihitung. 

Untuk menentukan jauh atau dekatnya jarak antar titik pada kelas k dapat 

dihitung menggunakan rumus jarak Euclidean. Jarak Euclidean adalah formula 

untuk mencari jarak antara 2 titik dalam ruang dua dimensi. (Ramadhani, 2019) 

 

 
 

 

 

 

dimana: 

  

 ( ) √∑( )  

    

( 3.4 ) 

d (x, y) : jarak Euclidean 

n : banyaknya data 

i : 1,2,3,…, n 

kNN memilih k data dari data training yang dekat dengan data testing dalam 

memprediksi peubah output. Nilai output dari k data training yang terpilih sebagai 

tetangga terdekat digunakan untuk memprediksi nilai output dari data testing yang 

tidak diketahui. Pada penelitian ini prediksi menggunakan modifikasi metode 

kNN yaitu dengan menambahkan faktor koreksi trend dan perubahan waktu yang 

di gambarkan pada persamaan (3.5) (Sorjamaa A, 2005). 

 
  
    ( 3.5 ) 

 

dimana: 

∑ 
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yi : data hasil kNN 

wj : pembobot untuk tetangga ke-j 

yj : peubah output ke-j 

b : slope 

D : rata-rata selisih antara nomor urut data testing dengan data training yang 

terpilih menjadi k tetangga terdekat 

k : banyaknya tetangga terdekat ke-n 

j : 1,2,3,…,k 

Pembobot ini dapat disesuaikan berdasarkan data yang diamati, yaitu wj = 𝑞 𝑛 

dengan q = urutan waktu dan n = banyaknya amatan pada data training. 

 
 

3.9 Confussion Matrix 

Confussion matrix melakukan pengujian untuk memperkirakan obyek yang 

benar dan salah (F, 2011). Urutan pengujian ditabulasikan dalam confussion 

matrix dimana kelas yang diprediksi ditampilkan di bagian atas matriks dan kelas 

yang diamati di bagian kiri. Setiap sel berisi angka yang menunjukkan berapa 

banyak kasus yang sebenarnya dari kelas yang diamati untuk diprediksi. 

(Menarianti, 2015) 

Tabel 3.1 Confussion Matrix 
 

Classification 
Predicted Class 

Class = YES Class = NO 

Observed Class 
Class = YES TP FN 

Class = NO FP TN 

 
Keterangan : 

TP = True Positive 

FP = False Positive 

FN = False Negative 

TN = True Negative 

Berikut macam-macam dari confussion matrix: 

a. Recall 

Recall merupakan metode pengujian yang membandingkan jumlah informasi 

relevan yang didapatkan sistem dengan jumlah seluruh informasi relevan yang ada 
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dalam koleksi informasi (baik yang terambil atau tidak terambil oleh sistem). 

Persamaan recall ditunjukkan pada persamaan berikut. 
   

Recall = 
 

 

b. Precision 

Presisi merupakan metode pengujian dengan melakukan perbandingan jumlah 

informasi relevan yang didapatkan sistem dengan jumlah seluruh informasi yang 

terambil oleh sistem baik yang relevan maupun tidak. Persamaan presisi 

ditunjukkan pada persamaan berikut. 

 

 

c. Accuracy 

Precision = 

Akurasi merupakan metode pengujian berdasarkan tingkat kedekatan antara 

nilai prediksi dengan nilai aktual. Persamaan akurasi ditunjukkan pada persamaan 

berikut. 

Accuracy = 

d. AUC dan ROC 

ROC (Receiver Operating Characteristic) curve banyak digunakan dalam 

penelitian data mining dalam menilai hasil prediksi (F, 2011). Secara teknis ROC 

curve dibagi dalam dua dimensi, dimana tingkat TP diletakkan pada sumbu Y dan 

tingkat FP diletakkan pada sumbu X. Tetapi untuk merepresentasikan grafis yang 

menentukan klasifikasi mana yang lebih baik, digunakan metode yang 

menghitung luas daerah dibawah ROC yang disebut AUC (Area Under the Curve) 

yang diartikan sebagai probabilitas (Witten, 2011). AUC mengukur kinerja 

diskriminatif dengan memperkirakan probabilitas output dari sampel yang dipilih 

secara acak dari populasi positif atau negatif. Semakin besar AUC, semakin kuat 

klasifikasi yang digunakan (Yu, 2007). Berikut ini tingkat keakuratan klasifikasi 

dengan menggunakan AUC: (Suwarno, 2016) 

 
Tabel 3.2 Interpretasi Nilai AUC 

 

Nilai AUC Interpretasi 

0.90 – 1.00 Excellent 
classification 
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Nilai AUC Interpretasi 

0.80 – 0.90 Good classification 

0.70 – 0.80 Fair classification 

0.60 – 0.70 Poor classification 

0.50 – 0.60 Failure 

 

e. Kappa Statistic 

Statistik kappa sering digunakan untuk menguji reliabilitas antar penilai. 

Pengukuran sejauh mana pengumpul data (penilai) menetapkan skor yang sama 

untuk variabel yang sama disebut reliabilitas antar penilai. Seperti kebanyakan 

statistik korelasi, kappa dapat berkisar dari -1 hingga +1. Walaupun kappa adalah 

salah satu statistik yang paling sering digunakan untuk menguji reliabilitas antar 

penilai, kappa juga memiliki keterbatasan. 

(https://www.ncbi.nlm.nih.gov/pubmed/23092060) 

Berikut merupakan tabel nilai interpretasi kappa: (Anthony, 2005) 

 
 

Tabel 3.3 Interpretasi Nilai Kappa 
 

Nilai 
Kappa 

Interpretasi 

< 0 Less than chance 

agreement 

0.01 – 0.20 Slight agreement 

0.21 – 0.40 Fair agreement 

0.41 – 0.60 Moderate agreement 

0.61 – 0.80 Substantial agreement 

0.81 – 0.99 Almost perfect agreement 

https://www.ncbi.nlm.nih.gov/pubmed/23092060
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BAB IV 

METODOLOGI PENELITIAN 

 

4.1 Populasi dan Sampel 

Populasi dalam penelitian ini adalah curah hujan harian di seluruh Indonesia 

tahun 2014 sampai 2018, sedangkan sampel yang digunakan dalam penelitian ini 

adalah curah hujan harian di Kota Bogor pada tanggal 01 Januari 2014 sampai 31 

Desember 2018 pada Stasiun Klimatologi Bogor. 

 
4.2 Sumber Data 

Data yang digunakan dalam penelitian ini adalah data sekunder yang 

bersumber dari website resmi BMKG Indonesia yaitu (BMKG). (Tanggal akses : 

5 Januari 2019). 

 
4.3 Variabel Penelitian 

Penelitian ini menggunakan dua macam variabel yaitu variabel independen 

dan variabel dependen sebagai berikut: 

Tabel 4.1 Variabel Penelitian 
 

Jenis 
Variabel 

Nama Variabel Definisi operasional 

 

 

 

 
Variabel 

Independen 

(X) 

Rata-rata uhu C  
Rata-rata suhu setiap hari dalam satuan C 

yang diperoleh dari website bmkg.go.id 

Rata-rata Kelembaban 

(%) 

Rata-rata kelembaban setiap hari dalam 

persentase yang diperoleh dari website 
bmkg.go.id 

 

Lama Penyinaran (jam) 

Lama penyinaran matahari setiap hari 

dalam satuan jam yang diperoleh dari 

website bmkg.go.id 

Arah Angin Saat 

Kecepatan Maksimum 

(deg) 

Arah angin saat kecepatan maksimum 

setiap hari dalam satuan deg yang diperoleh 

dari website bmkg.go.id 

 
Variabel 

Dependen (Y) 

 

Curah Hujan (mm) 

dengan kategori : 

0 = sangat ringan 

1 = ringan 
2 = sedang 

3 = lebat 

4 = sangat lebat 
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4.3 Metode Pengumpulan Data 

Pada penelitian ini, data yang digunakan merupakan data sekunder yang 

diperoleh dari website resmi Badan Meteorologi dan Geofisika (BMKG) 

Indonesia. (Tanggal akses : 5 Januari 2019). 

 
4.4 Metode Analisis Data 

Penelitian ini menggunakan metode Ensemble Subset kNN yang kemudian 

akan diperoleh hasil klasifikasi curah hujan, persentase kesalahan serta nilai 

ketepatan klasifikasi. 

 
4.5 Flowchart 

Adapun tahapan penelitian yang dilakukan oleh peneliti seperti pada 

flowchart berikut: 
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Mengkategorikan data curah 

hujan 

 

 

 
 
 

 
 

 

 

 
 

Gambar 4.1 Flowchart Penelitian 

Selesai 

 
 

Didapat hasil 

prediksi dan 

persentase 

kesalahan dari 

hasil yang telah 

diklasifikasi 

Melakukan klasifikasi pada data 

curah hujan menggunakan Ensemble 

Subset KNN 

Data Testing Data Training 

Dataset 

Melakukan interpolasi 

terhadap data missing 

Mulai 
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BAB V 

PEMBAHASAN 

 
Pada Bab V akan dibahas terkait hasil dari penelitian yang meliputi 

preprosesing data yang terdiri dari penanganan missing value, pengklasifikasian 

jenis curah hujan dan dilanjutkan dengan Statistika Deskriptif. Kemudian 

dilanjutkan dengan pemaparan hasil implementasi ESKnn, hasil ketepatan 

klasifikasi dan selesai. Berikut merupakan hasil dari pembahasan penelitian. 

5.1 Statistika Deskriptif 

Sebelum melakukan visualisasi data, berdasarkan sumber data yang 

digunakan masih terdapat missing value sehingga perlu dilakukan tahapan awal 

yaitu penanganan missing value agar didapatkan hasil yang optimal untuk 

peramalannya. Penanganan missing value ini menggunakan packages imputeTS 

serta perintah na.interpolation pada aplikasi RStudio. 

Berikut merupakan input dari data awal yang masih terdapat missing value. 

Tabel 5.1 Data yang masih terdapat Missing Value 
 

Pengamatan 

ke 

Y 

(Cura

h 

Hujan) 

X1 

(Suhu 

rata-rata) 

X2 

(Kelembaban 

rata-rata) 

X3 

(Lama 

Penyinaran) 

X4 

(Arah 

Angin) 

1 47.7 24.4 91 0 315 

2 3.8 24.1 94 5.7 NA 

3 NA NA NA 5.3 315 

4 43.2 24.7 91 NA 225 

5 21 24.7 88 5.4 270 

 
Dapat dilihat pada tabel 5.1, peneliti mengambil masing-masing satu contoh 

missing value yang terdapat di seluruh variabel. Pada data tersebut terdapat 

missing yang ditandai dengan tulisan NA. Untuk menangani data missing tersebut 

agar dapat dianalisis, maka dilakukan interpolasi dengan menggunakan perintah 

na.Interpolation beserta package imputeTS sehingga didapatkanlah hasil untuk 

menggantikan nilai NA tersebut dengan angka real yang nantinya dapat dianalisis. 

Berikut merupakan hasil dari penanganannya. 



29 

 

 

Tabel 5.2 Data yang bersih dari Missing Value 
 

Pengamatan 

ke 

Y 

(Curah 

Hujan) 

X1 

(Suhu rata- 

rata) 

X2 

(Kelembaban 

rata-rata) 

X3 

(Lama 

Penyinaran) 

X4 

(Arah 

Angin) 

1 47.7 24.4 91 0 315 

2 3.8 24.1 94 5.7 315 

3 23.5 24.4 92.5 5.3 315 

4 43.2 24.7 91 5.35 225 

5 21 24.7 88 5.4 270 

 
Dapat dilihat pada tabel 5.2, terlihat beberapa kotak berwarna kuning yang 

artinya, missing value telah diatasi. Berikut ini merupakan salah satu contoh 

penjabaran dari perhitungan interpolasi. 

Data ke-4 ~> 43,2 

Data ke-2 ~> 3,8 

———+ 

47,0 ÷ 2 = 23,5 mm 

Perhitungan diatas mengambil contoh pada salah satu data dalam variabel 

curah hujan, seperti dapat dilihat pada tabel 5.2. Kotak pada tabel yang diberi 

tanda warna kuning merupakan output dari aplikasi R dan perhitungan diatas 

merupakan pembuktian serta penjabaran secara manual proses interpolasi yang 

dilakukan pada data curah hujan. 

Untuk data selengkapnya dapat dilihat pada lampiran 2 

Proses selanjutnya yaitu pengkategorian data curah hujan berdasarkan 

penelitian yang dilakukan oleh (Fauziah, 2008) terdapat di landasan teori Tabel 

3.1 didapatkan hasil pengkategorian sebagai berikut. 

Tabel 5.3 Pengkategorian Data Curah Hujan 
 

Curah Hujan Label Status 

0 0 Sangat Ringan 

9.2 1 Ringan 

36.8 2 Sedang 

84.6 3 Lebat 

102.2 4 Sangat Lebat 
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Untuk data selengkapnya dapat dilihat pada lampiran 3. 

Proses selanjutnya adalah visualisasi data untuk masing-masing variabel 

yang akan ditampilkan dalam bentuk grafik. Berikut visualisasi dari masing- 

masing variabelnya. 

 
 

Gambar 5.1 Grafik Waktu dan Suhu Rata-Rata 

Berdasarkan gambar 5.1 dapat dilihat bahwa suhu terendah terdapat pada 

tahun 2014 dengan angka 22.7◦ dan suhu tertinggi terdapat pada tahun 2018 

dengan angka 2 .5◦. Rata-rata suhu keseluruhan pada tahun 2014 hingga 2018 

yaitu 26◦. 

Gambar 5.2 Grafik Waktu dan Kelembaban Rata-Rata 

Berdasarkan  gambar 5.2  dapat  dilihat  bahwa  pada tahun 2014  kelembaban 

tertinggi di bulan Januari dengan angka 89.45% dan terendah di bulan September 
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dengan angka 72.63% serta rata-ratanya 82.87%. Pada tahun 2015 kelembaban 

tertinggi di bulan Februari dengan angka 88.29% dan terendah di bulan September 

dengan angka 71.6% serta rata-ratanya 81.27%. Pada tahun 2016 kelembaban 

tertinggi di bulan Februari dengan angka 88.71% dan terendah di bulan Desember 

dengan angka 82.61% serta rata-ratanya 85.34%. Pada tahun 2017 kelembaban 

tertinggi di bulan Februari dengan angka 88.11% dan terendah di bulan September 

dengan angka 75.61% serta rata-ratanya 82.62%. Pada tahun 2018 kelembaban 

tertinggi di bulan Februari dengan angka 85.36% dan terendah di bulan Agustus 

dengan angka 74.55% serta rata-ratanya 81.12%. 

Gambar 5.3 Grafik Waktu dan Lama Penyinaran 

Berdasarkan gambar 5.3 dapat dilihat bahwa pada tahun 2014 rata-rata lama 

penyinaran selama 4 jam. Tahun 2015 rata-rata lama penyinaran selama 6 jam. 

Tahun 2016, 2017 dan 2018 rata-rata lama penyinaran selama 5 jam. 
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Gambar 5.4 Grafik Waktu dan Arah Angin 

Berdasarkan gambar 5.4 dapat dilihat bahwa pada tahun 2014 rata-rata arah 

angin sebesar 259.6 deg. Tahun 2015 rata-rata arah angin sebesar 204.7 deg. 

Tahun 2016 rata-rata arah angin sebesar 288 deg. Tahun 2017 rata-rata arah angin 

sebesar 295.2 deg. Tahun 2018 rata-rata arah angin sebesar 286.4 deg. 

Dalam hal ini, pada tahun 2016 terdapat Dua Siklon Tropis (TC) terbentuk di 

dekat wilayah Indonesia, yaitu TC YVETTE dan TC NOCK-TEN. TC YVETTE 

tumbuh di Samudera Hindia Sebelah Selatan Jawa, pada posisi 14.1 BT, 114.2  

LS, tepatnya pada jarak sekitar 653 km dari Denpasar pada hari Rabu (21 Des 

2016, 13.00 WIB). Pusat tekanan rendahnya 990 hPa dan kecepatan angin 

maksimum di sekitarnya 75 km/jam. Pergerakan TC YVETTE perlahan ke arah 

timur- tenggara menjauhi wilayah Indonesia. Sedangkan TC NOCK-TEN 

terbentuk di Samudera Pasifik Barat sebelah utara Papua, tepatnya di 8.1 LU, 

139.6 BT pada hari Kamis (22 Desember 2016, 04.00 WIB). Pusat tekanan rendah 

TC NOCK-TEN mencapai 1000 hPa dengan angin maksimum di sekitarnya 

mencapai 93 km/jam dan pergerakannya ke arah Barat Laut dengan kecepatan 20 

km/jam. Dalam waktu dua hari ke depan kedua TC tersebut masih dapat 

terbentuk. 

Terbentuknya dua TC tersebut secara tidak langsung dapat menyebabkan 

kondisi cuaca signifikan di beberapa wilayah di Indonesia. Pola siklonik yang 

terbentuk dari dua TC tersebut menyebabkan pola angin di wilayah Indonesia 
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cukup signifikan memberikan dampak pada pembentukan awan hujan dengan 

potensi hujan sedang hingga lebat di beberapa wilayah dan angin kencang 

terutama di wilayah perairan yang menyebabkan timbulnya gelombang tinggi. 

Dalam periode tiga hari kedepan perlu di waspadai potensi angin kencang di 

wilayah Laut Jawa, Laut Bali, sebagian wilayah Jawa Barat hingga Jawa Timur, 

Pesisir selatan Jawa Tengah, Jawa Timur, Bali, NTB, NTT. Potensi hujan sedang 

hingga lebat di wilayah Jawa Timur bagian Timur dan Selatan, Bali, NTB, NTT, 

Papua Barat, Papua bagian Utara, dan Biak. Potensi gelombang laut dengan 

ketinggian 2.0 - 2,5 meter dapat terjadi di samudera Pasifik Barat sebelah utara 

Biak, Samudera Pasifik sebelah utara Jayapura, perairan Biak dan Perairan 

Jayapura- Sarmi. Gelombang laut dengan ketinggian 2.5 - 4.0 meter dapat terjadi 

di wilayah Laut Jawa bagian tengah dan timur, Samudera Hindia selatan Jawa 

Tengah hingga Jawa Timur, Perairan selatan Jawa Tengah hingga NTB, selat Bali 

bagian selatan, Laut Sumbawa, Laut Flores bagian barat. Sedangkan potensi 

gelombang laut dengan ketinggian lebih dari 4.0 meter dapat terjadi di wilayah 

Samudera Hindia selatan Bali hingga NTT. (BMKG, 2016) 

 

Gambar 5.5 Grafik Waktu dan Curah Hujan 

Berdasarkan gambar 5.5 dapat dilihat bahwa curah hujan pada tahun 2014 

hingga 2018 tidak menentu. Seperti di bulan September 2014 curah hujannya 

sangat sedikit. Hal ini disebabkan pada bulan tersebut menurut Kepala Badan 

Penanggulangan Bencana Daerah (BPBD) Bogor mengatakan bahwa wilayah 
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Bogor darurat kekeringan sejak awal hingga akhir bulan September 2014. Selain 

itu di bulan November 2015 curah hujannya sangat tinggi. Hal ini disebabkan 

pada bulan tersebut menurut Kepala Stasiun Klimatologi Dramaga Bogor 

mengatakan terjadi cuaca ekstrem hingga bulan Desember 2015 akibat adanya 

peralihan dari musim kemarau hingga musim penghujan. Namun secara 

keseluruhan, rata-rata curah hujan dari tahun 2014-2018 berada pada kisaran 11- 

16 mm. Jumlah hari berdasarkan kategori curah hujan didapatkan : 

Tabel 5.4 Jumlah Hari Berdasarkan Status Curah Hujan 
 

Tahun Bulan 
Status Curah Hujan (hari) 

Sangat 

Ringan 

Ringa

n 

Sedan

g 

Leba

t 

Sangat 

Lebat 

2014 Jan 10 10 8 1 2 

 Feb 15 5 8 0 0 

 Mar 18 6 6 1 0 

 Apr 16 7 4 2 1 

 Mei 17 9 5 0 0 

 Jun 25 3 2 0 0 

 Jul 21 4 4 1 1 

 Ags 20 4 3 2 2 

 Sep
t 

27 3 0 0 0 

 Okt 25 4 1 1 0 

 Nov 15 4 8 2 1 

 Des 24 4 2 1 0 

2015 Jan 14 11 3 0 0 

 Feb 13 8 6 1 0 

 Mar 11 11 6 1 0 

 Apr 17 5 3 0 0 

 Mei 11 8 9 1 0 

 Jun 24 3 0 1 0 

 Jul 27 0 1 1 0 

 Ags 24 1 2 4 0 

 Sep
t 

17 11 0 2 0 

 Okt 21 1 8 1 0 

 Nov 5 7 12 5 1 

 Des 7 15 5 4 0 

2016 Jan 14 5 10 1 1 

 Feb 8 11 6 2 1 

 Mar 13 7 8 3 0 

 Apr 11 7 8 3 1 

 Mei 11 11 7 2 0 

 Jun 4 15 8 3 0 
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Tahun Bulan 
Status Curah Hujan (hari) 

Sangat 

Ringan 

Ringa

n 

Sedan

g 

Leba

t 

Sangat 

Lebat 

 Jul 11 14 5 1 0 

 Ags 9 13 7 2 0 

 Sep
t 

10 11 7 2 0 

 Okt 14 10 6 1 0 

 Nov 12 12 6 0 0 

 Des 18 13 0 0 0 

2017 Jan 19 8 4 0 0 

 Feb 3 14 10 1 0 

 Mar 10 14 5 0 0 

 Apr 16 8 6 0 0 

 Mei 15 6 10 0 0 

 Jun 15 7 5 2 1 

 Jul 16 7 5 3 0 

 Ags 4 7 19 1 0 

 Sep
t 

7 11 3 1 0 

 Okt 6 15 5 2 0 

 Nov 14 11 5 0 0 

 Des 19 5 3 0 0 

2018 Jan 18 10 3 0 0 

 Feb 13 9 3 3 0 

 Mar 20 9 2 0 0 

 Apr 9 9 12 0 0 

 Mei 18 7 5 0 1 

 Jun 17 9 3 1 0 

 Jul 12 19 0 0 0 

 Ags 23 7 1 0 0 

 Sep
t 

19 5 4 2 0 

 Okt 18 4 6 2 1 

 Nov 8 11 9 2 0 

 Des 16 10 2 3 0 
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Gambar 5.6 Jumlah Hari Berdasarkan Status Curah Hujan 

Berdasarkan Gambar 5.6 didapatkan kesimpulan bahwa hari hujan dengan 

kriteria sangat lebat paling banyak terjadi di tahun 2018. 

Proses selanjutnya akan dilakukan analisis dengan menggunakan ESKnn. 

5.2 ESKnn 

Langkah pertama dalam penyelesaian menggunakan ESKnn adalah dengan 

membagi data menjadi data training dan data testing. Pada penelitian ini 

menggunakan skenario yaitu 70% atau sebanyak 1.255 merupakan data training 

sedangkan 30% atau sebanyak 538 digunakan sebagai data testing. Berikut 

merupakan hasil pembagian data training dan data testing. 

 
Tabel 5.5 Data Training 

 

Data 

ke 

Suhu 

rata-rata 

Kelembaban 

rata-rata 

Lama 

Penyinaran 

Arah 

Angin 

Curah 

Hujan 
Label 

1 25.3 89 0 360 10 1 

:       

1255 25.6 86 4.4 270 51.2 3 
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Tabel 5.6 Data Testing 
 

Data 

ke 

Suhu 

rata-rata 

Kelembaban 

rata-rata 

Lama 

Penyinaran 

Arah 

Angin 

Curah 

Hujan 
Label 

1256 25.5 85 5.4 360 0 1 

:       

1792 25.7 82 8.8 230 1.8 4 

 
Berikut merupakan hasil output R berupa tabel confussion matrix beserta 

ketepatan klasifikasi dan nilai kesalahan dengan memasukkan nilai k = 3, 4, 5 dan 

6. 

a. Untuk k=3 

Dibawah ini merupakan tabel confussion matrix yang dihasilkan dari 

aplikasi R, jika nilai k-nya 3. Selain itu pula dilakukan penjumlahan dari 

masing-masing baris dan kolom. 

Tabel 5.7 Confussion Matrix dengan k=3 
 

Aktual 
  Prediksi   

      

0 110 15 19 3 0 147 

1 26 156 18 3 0 203 

2 16 22 103 6 0 147 

3 2 3 1 24 1 31 

4 2 1 0 2 5 10 

Sum 156 197 141 38 6 538 

 
Dapat dilihat pada tabel 5.7 diatas, ketika status curah hujan aktual 0 

diprediksi 0 terdapat 110 kelas, aktual 1 diprediksi 1 terdapat 156 kelas, 

aktual 2 diprediksi 2 terdapat 103 kelas, aktual 3 diprediksi 3 terdapat 24 

kelas dan aktual 4 diprediksi 4 terdapat 5 kelas. 

Selanjutnya didapatkan hasil ketepatan klasifikasi yang dibuktikan juga 

dengan pengerjaan manual pada Ms. Excel. Berikut ini merupakan hasilnya. 

Tabel 5.8 Confussion Matrix dengan k=3 
 

 

Aktual 
Prediksi 

0 1 2 3 4 

0 0.204461 0.027881 0.035316 0.005576 0 

1 0.048327 0.289963 0.033457 0.005576 0 
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Aktual 
Prediksi 

0 1 2 3 4 

2 0.02974 0.40892 0.19145 0.11152 0 

3 0.003717 0.005576 0.001859 0.04461 0.001859 

4 0.003717 0.001859 0 0.003717 0.009294 

 

Dalam tabel 5.8 diatas terdapat 5 kotak yang berwarna hijau, apabila 

kelima nilai tersebut dijumlahkan, didapatkan hasil ketepatan klasifikasi 

0.739777. Untuk mendapatkan nilai kesalahan, maka 1 – 0.739777 = 

0.260223 yang berarti kesalahannya sebesar 26%. 

 
b. Untuk k=4 

Dibawah ini merupakan tabel confussion matrix yang dihasilkan dari 

aplikasi R, jika nilai k-nya 4. Selain itu pula dilakukan penjumlahan dari 

masing-masing baris dan kolom. 

Tabel 5.9 Confussion Matrix dengan k=4 
 

Aktual 
  Prediksi   

      

0 115 13 17 2 0 147 

1 31 152 15 5 0 203 

2 15 23 103 6 0 147 

3 2 3 6 19 1 31 

4 1 2 0 3 4 10 

Sum 164 193 141 35 5 538 

 
Dapat dilihat pada tabel 5.9 diatas, ketika status curah hujan aktual 0 

diprediksi 0 terdapat 115 kelas, aktual 1 diprediksi 1 terdapat 152 kelas, 

aktual 2 diprediksi 2 terdapat 103 kelas, aktual 3 diprediksi 3 terdapat 19 

kelas dan aktual 4 diprediksi 4 terdapat 4 kelas. 

Selanjutnya didapatkan hasil ketepatan klasifikasi yang dibuktikan juga 

dengan pengerjaan manual pada Ms. Excel. Berikut ini merupakan hasilnya. 
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Tabel 5.10 Confussion Matrix k=4 
 

 

Aktual 
Prediksi 

0 1 2 3 4 

0 0.213755 0.024164 0.031599 0.003717 0 

1 0.057621 0.282528 0.027881 0.009294 0 

2 0.027881 0.042751 0.19145 0.011152 0 

3 0.003717 0.005576 0.11152 0.035316 0.001859 

4 0.001859 0.003717 0 0.005576 0.007435 

 
Dalam tabel 5.10 diatas terdapat 5 kotak yang berwarna hijau, apabila 

kelima nilai tersebut dijumlahkan, didapatkan hasil ketepatan klasifikasi 

0.730483. Untuk mendapatkan nilai kesalahan, maka 1 – 0.730483 = 

0.2695167 yang berarti kesalahannya sebesar 26%. 

 
c. Untuk k=5 

Dibawah ini merupakan tabel confussion matrix yang dihasilkan dari 

aplikasi R, jika nilai k-nya 5. Selain itu pula dilakukan penjumlahan dari 

masing-masing baris dan kolom. 

Tabel 5.11 Confussion Matrix dengan k=5 
 

Aktual 
  Prediksi   

      

0 112 17 16 2 0 147 

1 31 157 13 2 0 203 

2 15 26 101 5 0 147 

3 4 2 6 19 0 31 

4 2 1 0 3 4 10 

Sum 164 203 136 31 4 538 

 
Dapat dilihat pada tabel 5.11 diatas, ketika status curah hujan aktual 0 

diprediksi 0 terdapat 112 kelas, aktual 1 diprediksi 1 terdapat 157 kelas, 

aktual 2 diprediksi 2 terdapat 101 kelas, aktual 3 diprediksi 3 terdapat 19 

kelas dan aktual 4 diprediksi 4 terdapat 4 kelas. 



Selanjutnya didapatkan hasil ketepatan klasifikasi yang dibuktikan juga 

dengan pengerjaan manual pada Ms. Excel. Berikut ini merupakan hasilnya. 
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Tabel 5.12 Confussion Matrix k=5 
 

 

Aktual 
Prediksi 

0 1 2 3 4 

0 0.208178 0.031599 0.02974 0.003717 0 

1 0.057621 0.291822 0.024164 0.003717 0 

2 0.027881 0.048327 0.187732 0.009294 0 

3 0.007435 0.003717 0.011152 0.035316 0 

4 0.003717 0.001859 0 0.005576 0.007435 

 
Dalam tabel 5.12 diatas terdapat 5 kotak yang berwarna hijau, apabila 

kelima nilai tersebut dijumlahkan, didapatkan hasil ketepatan klasifikasi 

0.730483. Untuk mendapatkan nilai kesalahan, maka 1 – 0.730483 = 

0.2695167 yang berarti kesalahannya sebesar 26%. 

 
d. Untuk k=6 

Dibawah ini merupakan tabel confussion matrix yang dihasilkan dari 

aplikasi R, jika nilai k-nya 6. Selain itu pula dilakukan penjumlahan dari 

masing-masing baris dan kolom. 

Tabel 5.13 Confussion Matrix dengan k=6 
 

Aktual 
  Prediksi   

      

0 117 14 15 1 0 147 

1 32 153 17 1 0 203 

2 15 24 105 3 0 147 

3 4 3 5 19 0 31 

4 2 1 1 2 4 10 

Sum 170 195 143 26 4 538 

 
Dapat dilihat pada tabel 5.13 diatas, ketika status curah hujan aktual 0 

diprediksi 0 terdapat 117 kelas, aktual 1 diprediksi 1 terdapat 153 kelas, 

aktual 2 diprediksi 2 terdapat 105 kelas, aktual 3 diprediksi 3 terdapat 19 

kelas dan aktual 4 diprediksi 4 terdapat 4 kelas. 



Selanjutnya didapatkan hasil ketepatan klasifikasi yang dibuktikan juga 

dengan pengerjaan manual pada Ms. Excel. Berikut ini merupakan hasilnya. 
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Tabel 5.14 Confussion Matrix k=6 
 

 

Aktual 
Prediksi 

0 1 2 3 4 

0 0.217472 0.026022 0.027881 0.001859 0 

1 0.05948 0.284387 0.031599 0.001859 0 

2 0.027881 0.04461 0.195167 0.005576 0 

3 0.007435 0.005576 0.009294 0.035316 0 

4 0.003717 0.001859 0.001859 0.003717 0.007435 

 
Dalam tabel 5.14 diatas terdapat 5 kotak yang berwarna hijau, apabila 

kelima nilai tersebut dijumlahkan, didapatkan hasil ketepatan klasifikasi 

0.739777. Untuk mendapatkan nilai kesalahan, maka 1 – 0.739777 = 

0.260223 yang berarti kesalahannya sebesar 26%. 

Berdasarkan keseluruhan hasil analisis yang telah dijabarkan diatas, 

dapat diringkas sebagai berikut. 

Tabel 5.15 Summary Hasil Analisis ESKnn 
 

 Nilai Error Ketepatan Klasifikasi 

k = 3 0.260223 0.739777 

k = 4 0.2695167 0.730483 

k = 5 0.2695167 0.730483 

k = 6 0.260223 0.739777 

 
Dapat dilihat pada tabel 5.15 diatas, ketika nilai k sebesar 3, maka nilai 

error yang didapatkan 0.260223 dan ketepatan klasifikasi  yang dihasilkan sebesar 

0.74 (74%). Ketika nilai k sebesar 4, maka nilai error yang didapatkan 0.2695167 

dan ketepatan klasifikasi yang dihasilkan sebesar 0.73 (73%). Ketika nilai k 

sebesar 5, maka nilai error yang didapatkan 0.2695167 dan ketepatan klasifikasi 

yang dihasilkan sebesar 0.73 (73%). Ketika nilai k sebesar 6, maka nilai error 

yang didapatkan sebesar 0.260223 dan ketepatan klasifikasi yang dihasilkan 

sebesar  0.73  (74%).  Berdasarkan  tabel  5.15  diatas  dapat  dilihat  pula  bahwa 



terdapat kesamaan antara nilai error dan ketepatan klasifikasi yang dihasilkan oleh 

nilai k sebesar 3 dan 6. Begitu pula dengan nilai error dan ketepatan klasifikasi 
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yang dihasilkan oleh nilai k sebesar 4 dan 5. 

Berdasarkan penjelasan diatas, nilai k yang akan peneliti pakai yaitu k = 

3 dan k = 6 yang nilai ketepatan klasifikasinya sebesar 74%. Hal ini dikarenakan k 

3 dan 6 memiliki ketepatan klasifikasi yang lebih besar dibandingkan k 4 dan 5. 

Dimana semakin besar nilai ketepatan klasifikasi, semakin bagus pula tingkat 

kedekatan antara nilai prediksi dan nilai aktual. 
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BAB VI 

PENUTUP 

 

6.1 Kesimpulan 

Berdasarkan hasil penelitian dan pembahasan, dapat ditarik kesimpulan 

sebagai berikut : 

1. Kondisi curah hujan pada tahun 2014 hingga 2018 tidak menentu. Seperti 

di bulan September 2014 curah hujannya sangat sedikit. Hal ini 

disebabkan pada bulan tersebut menurut Kepala Badan Penanggulangan 

Bencana Daerah (BPBD) Bogor mengatakan bahwa wilayah Bogor 

darurat kekeringan sejak awal hingga akhir bulan September 2014. Selain 

itu di bulan November 2015 curah hujannya sangat tinggi. Hal ini 

disebabkan pada bulan tersebut menurut Kepala Stasiun Klimatologi 

Dramaga Bogor mengatakan terjadi cuaca ekstrem hingga bulan 

Desember 2015 akibat adanya peralihan dari musim kemarau hingga 

musim penghujan. Namun secara keseluruhan, rata-rata curah hujan dari 

tahun 2014-2018 berada pada kisaran 11-16 mm. 

2. Berdasarkan nilai k yang telah di gunakan diantaranya k = 3,4,5 dan 6. 

Nilai k yang akan di pakai yaitu k = 3 dan k = 6 yang nilai ketepatan 

klasifikasinya sebesar 74%. Hal ini dikarenakan k 3 dan 6 memiliki 

ketepatan klasifikasi yang lebih besar dibandingkan k 4 dan 5. Dimana 

semakin besar nilai ketepatan klasifikasi, semakin bagus pula tingkat 

kedekatan antara nilai prediksi dan nilai aktual. Selain itu, dilihat dari 

hasil confussion matrix untuk k = 3 dan k = 6, hasil prediksi jumlah kelas 

tiap status curah hujan perbedaannya cukup mencolok, dimana terdapat 

selisih jumlah kelas antara aktual dan prediksi. Sebagai contoh, untuk k = 

3 ketika status curah hujan 0 (sangat ringan) diprediksi 0 terdapat 110 

kelas dan ketika status curah hujan 3 (lebat) diprediksi 3 terdapat 24 kelas. 

Sedangkan untuk k = 6 ketika status curah hujan 0 (sangat ringan) 

diprediksi 0 terdapat 117 kelas dan ketika status curah hujan 3 (lebat) 

diprediksi 3 terdapat 19 kelas. 
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6.2 Saran 

Berdasarkan hasil pembahasan serta hal-hal yang terkait dengan keterbatasan 

penelitian, maka terdapat beberapa hal yang perlu diperhatikan, yaitu : 

1. Bagi pihak BMKG Indonesia 

a. Terkait dengan data, harus lebih diperjelas dan dilengkapi terutama 

masih banyak terdapat data yang kosong atau bahkan tidak ada 

pengukuran dalam hari tersebut. Setidaknya diberi keterangan 

maksud dari data kosong tersebut atau sebab tidak adanya 

pengukuran. 

b. Ketika login untuk mengambil data, cukup sulit dikarenakan 

apabila sebelumnya sudah pernah membuat akun dan akun tersebut 

tidak aktif beberapa lama, sudah tidak bisa login lagi dan harus 

membuat akun baru dengan email yang baru. 

2. Bagi pemerintah, dapat menjadikan penelitian ini sebagai sarana 

informasi dan pengetahuan terkait dengan intensitas curah hujan dan 

pengklasifikasiannya di suatu daerah. 

3. Bagi peneliti selanjutnya 

a. Dapat digunakan sebagai bahan perbandingan dan dan referensi 

untuk penelitian serta sebagai bahan pertimbangan untuk lebih 

memperdalam penelitian selanjutnya. 

b. Diharapkan dapat menambah variabel yang digunakan maupun 

menambah populasi curah hujan yang lebih luas (misal: se-Jawa 

Barat atau pulau Jawa) atau melakukan perbandingan dengan 

metode lain. 

c. Diharapkan untuk mengkaji lebih banyak sumber dan referensi 

yang terkait agar hasil penelitiannya lebih baik. 
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LAMPIRAN 
 

 

Lampiran 1. Data Penelitian 
 

 

No. 
 

Tanggal 
 uhu 

rata-rata 

  C  

Kelembaban 

rata-rata 

(%) 

Lama 

penyinaran 

(jam) 

Arah 

angin saat 
kec. Max 

(deg) 

Curah 

hujan 

(mm) 

1 1/1/2014 25.3 89 0 360 10 

2 2/1/2014 25.8 86 5.7 270 0.3 

3 3/1/2014 25.6 86 5.3 315 0.9 

4 4/1/2014 25.6 87 NA 45 0 

5 5/1/2014 26.4 79 5.4 315 3.2 

6 6/1/2014 25.7 82 2.4 270 3.3 

7 7/1/2014 25.6 84 3.6 270 0 

8 8/1/2014 23.5 95 0 225 1.8 

9 9/1/2014 26.1 79 5.8 225 36.8 

10 10/1/2014 26.6 79 7.7 315 0 

… … … … … … … 

… … … … … … … 

… … … … … … … 

… … … … … … … 

1783 22/12/2018 26.6 85 8.4 315 NA 

1784 23/12/2018 25.2 88 0.6 270 7.6 

1785 24/12/2018 26 82 1 360 2.7 

1786 25/12/2018 25.4 88 2.8 270 NA 

1787 26/12/2018 24.8 90 0.4 330 22.9 

1788 27/12/2018 26.1 83 0 360 1 

1789 28/12/2018 27.3 76 4.3 257 1.8 

1790 29/12/2018 27.1 78 7.5 223 NA 

1791 30/12/2018 28 73 5 197 NA 

1792 31/12/2018 25.7 82 8.8 230 NA 



Lampiran 2. Data missing value yang telah diestimasi 
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No. 
 

Tanggal 
 uhu 

rata-rata 
  C  

Kelembaban 

rata-rata 

(%) 

Lama 

penyinaran 

(jam) 

Arah 

angin saat 

kec. Max 
(deg) 

Curah 

hujan 

(mm) 

1 1/1/2014 25.3 89 0 360 10 

2 2/1/2014 25.8 86 5.7 270 0.3 

3 3/1/2014 25.6 86 5.3 315 0.9 

4 4/1/2014 25.6 87 5.35 45 0 

5 5/1/2014 26.4 79 5.4 315 3.2 

6 6/1/2014 25.7 82 2.4 270 3.3 

7 7/1/2014 25.6 84 3.6 270 0 

8 8/1/2014 23.5 95 0 225 1.8 

9 9/1/2014 26.1 79 5.8 225 36.8 

10 10/1/2014 26.6 79 7.7 315 0 

… … … … … … … 

… … … … … … … 

… … … … … … … 

… … … … … … … 

1783 22/12/2018 26.6 85 8.4 315 6.6 

1784 23/12/2018 25.2 88 0.6 270 7.6 

1785 24/12/2018 26 82 1 360 2.7 

1786 25/12/2018 25.4 88 2.8 270 12.8 

1787 26/12/2018 24.8 90 0.4 330 22.9 

1788 27/12/2018 26.1 83 0 360 1 

1789 28/12/2018 27.3 76 4.3 257 1.8 

1790 29/12/2018 27.1 78 7.5 223 1.8 

1791 30/12/2018 28 73 5 197 1.8 

1792 31/12/2018 25.7 82 8.8 230 1.8 



Lampiran 3. Pengkategorian Data Curah Hujan 
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No. 
 

Tanggal 
Curah 

hujan 

(mm) 

 

Label 
 

Status 

1 1/1/2014 10 1 Ringan 

2 2/1/2014 0.3 0 Sangat Ringan 

3 3/1/2014 0.9 0 Sangat Ringan 

4 4/1/2014 0 0 Sangat Ringan 

5 5/1/2014 3.2 0 Sangat Ringan 

6 6/1/2014 3.3 0 Sangat Ringan 

7 7/1/2014 0 0 Sangat Ringan 

8 8/1/2014 1.8 0 Sangat Ringan 

9 9/1/2014 36.8 2 Sedang 

10 10/1/2014 0 0 Sangat Ringan 

… … … … … 

… … … … … 

… … … … … 

… … … … … 

1783 22/12/2018 6.6 1 Ringan 

1784 23/12/2018 7.6 1 Ringan 

1785 24/12/2018 2.7 0 Sangat Ringan 

1786 25/12/2018 12.8 1 Ringan 

1787 26/12/2018 22.9 2 Sedang 

1788 27/12/2018 1 0 Sangat Ringan 

1789 28/12/2018 1.8 0 Sangat Ringan 

1790 29/12/2018 1.8 0 Sangat Ringan 

1791 30/12/2018 1.8 0 Sangat Ringan 

1792 31/12/2018 1.8 0 Sangat Ringan 



Lampiran 4. Syntax 
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#Menghilangkan Data Missing 

library(imputeTS) 

aa = read.delim("clipboard") 

no.miss <- na_interpolation(aa) 

no.miss 

is.na(aa) 

sum(is.na(aa)) 

summary(aa) 

write.csv(no.miss, file = "nomiss1.csv") 

 

#ESKNN 

library(ESKNN) 

data<-read.delim("clipboard") 

data 

 

# Spliting the data into testing and training parts. 

Class <- data[,names(data)=="Label"] 

Class 

data$Label<-as.factor(Class) 

data$Label 

set.seed(123) 

train <- data[sample(1:nrow(data),0.7*nrow(data)),] 

train 

test <- data[-(sample(1:nrow(data),0.7*nrow(data))),] 

test 

ytrain<-train[,names(train)=="Label"] 

ytrain 

xtrain<-train[,names(train)!="Label"] 

xtrain 

xtest<-test[,names(test)!="Label"] 

xtest 

ytest <- test[,names(test)=="Label"] 

ytest 

 

# Trian esknnClass using training data 

model<-esknnClass(xtrain, ytrain,k=3) 

model 

# Predict on test data 

resClass<-Predict.esknnClass(model,xtest,ytest,k=3) 

# Returning Objects are predicted class labels, confusion matrix and classification 

error 

resClass 

resClass$predClass 

resClass$ConfMatrix 

resClass$ClassError 



Lampiran 5. Output 
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k=3 
 

 



k=4 

52 

 

 

 

 
 



k=5 

53 

 

 

 

 
 



k=6 

54 

 

 

 

 
 


