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ABSTRAK

Pemeliharaan kendaraan menjadi salah satu aspek penting dalame menjamin kelancaran
operasional layanan penyewaan kendaraan. PT Adi Sarana Armada merupakan perusahaan
penyedia layanan penyewaan kendaraan yang perlu memastikan proses identifikasi jenis
perbaikan kendaraan berjalan cepat, akurat, dan konsisten. Permasalahan yang muncul adalah
deskripsi kerusakan pada Surat Perintah Kerja (SPK) bersifat tidak terstruktur dan bervariasi
sehingga menyulitkan pengelompokan jenis perbaikan kendaraan. Penelitian ini bertujuan
untuk membangun model klasifikasi berbasis text mining menggunakan pendekatan Term
Frequency—Inverse Document Frequency (TF-IDF) untuk mengelompokkan jenis perbaikan
kendaraan ke dalam tiga kategori perbaikan yaitu Perbaikan Berkala (PB), Perbaikan Berkala
Tidak Teratur (PBTT), dan Adhoc. Metode yang digunakan meliputi pengumpulan data historis
SPK, tahap preprocessing seperti cleaning data, case folding data, tokenize data, stopword
data, dan stemming data. Kemudian transformasi data teks menjadi numerik dengan TF-IDF.
Data dibagi menjadi data latih dan uji dengan rasio 80:20, lalu dilatih menggunakan tiga
algoritma machine learning yaitu Naive Bayes, Logistic Regression, dan Random Forest.
Evaluasi dilakukan menggunakan confusion matrix untuk menilai akurasi klasifikasi. Hasil
penelitian menunjukkan bahwa Random Forest memiliki akurasi tertinggi yaitu 0,7549,
Logistic Regression sebesar 0,7441, dan Naive Bayes sebesar 0,7351. Sehingga, model Random
Forest dapat dikatakan model yang cocok untuk klasifikasi jenis perbaikan kendaraan. Sistem
klasifikasi ini diharapkan dapat mendukung proses identifikasi jenis perbaikan kendaraan
secara lebih cepat, objektif, dan konsisten sehingga meningkatkan efisiensi layanan perbaikan
kendaraan.

Kata Kunci: Text Mining, Machine Learning, TF-IDF, Klasifikasi
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BAB I
PENDAHULUAN

1.1 Latar Belakang

Transportasi merupakan salah satu elemen fundamental dalam kehidupan manusia yang
mendukung mobilitas individu serta distribusi barang dan jasa. Sistem transportasi yang efisien
berperan besar dalam meningkatkan produktivitas ekonomi, konektivitas sosial, dan
pengembangan wilayah. Mengutip dari laporan World Economic Forum (2024), sektor
transportasi berkontribusi lebih dari 6% terhadap PDB global, dengan tingkat pertumbuhan
yang terus meningkat seiring dengan meningkatnya urbanisasi dan digitalisasi di berbagai
sektor (Khodadadi et al., 2022). Selain itu, kemajuan teknologi dalam bidang transportasi juga
memungkinkan pengembangan moda yang cepat, efisien, serta ramah lingkungan, termasuk
transportasi berbasis listrik dan otonom (Arteaga et al., 2020). Berdasarkan gambar 1.1
menunjukkan PDB menurut lapangan pekerjaan, dimana ekonomi di Indonesia pada tahun 2023
tumbuh sebesar 5,05 persen. Pertumbuhan tercatat seluruh lapangan usaha, dengan sektor
Transportasi dan Pergudangan mencatat kenaikan tertinggi yaitu sebesar 13,96 %. Hal ini
menunjukkan bahwa pertumbuhan industri transportasi setiap tahunnya semakin meningkat dan

memiliki banyak peminat.
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Gambar 1. 1 Pertumbuhan PDB Beberapa Lapangan Usaha
Sumber: (Badan Pusat Statistik, 2023)



Dalam perkembangan industri transportasi, berbagai moda telah dikembangkan untuk
memenuhi kebutuhan mobilitas manusia, termasuk transportasi darat, laut, udara, dan rel. Dari
berbagai moda tersebut, transportasi darat menjadi yang paling dominan karena fleksibilitasnya
dalam mobilitas jarak pendek hingga menengah. Mobilitas berbasis kendaraan pribadi maupun
umum menjadi pilihan utama bagi masyarakat di berbagai negara, terutama di kawasan
perkotaan yang memiliki kepadatan tinggi. Dikutip dari laman ALG Global (2024) yang
menyatakan transportasi kendaraan pribadi secara konsisten mendominasi pembagian moda di
sebagian besar wilayah metropolitan di seluruh dunia, karena faktor — faktor seperti
kenyamanan, kemandirian, fleksibilitas, kenyamanan, kecepatan, dan keandalan, yang
dikombinasikan dengan investasi historis dalam infrastruktur jalan, telah berkontribusi pada
peningkatan pangsa moda kendaraan pribadi dibandingkan dengan transportasi umum.

Transportasi darat memiliki kontribusi besar terhadap perkembangan perekonomian
suatu negara. Kendaraan roda empat seperti mobil pribadi, taksi, dan kendaraan niaga ringan
tidak hanya berfungsi sebagai alat mobilitas individu, tetapi juga mendukung berbagai sektor
industri seperti logistik dan transportasi umum (Ren et al., 2022). Berdasarkan data Gaikindo
(Gabungan Industri Kendaraan Bermotor Indonesia) di Indonesia, jumlah kendaraan roda
empat yang beroperasi setiap hari mencapai lebih dari 40 juta unit. Berdasarkan Gambar 1.2
menunjukkan perkembangan jumlah mobil penumpang, dimana pada periode 2019 — 2023
terjadi peningkatan jumlah kendaraan khususnya mobil penumpang / passenger car. Kenaikan
jumlah mobil penumpang terjadi sebesar 6,04 persen pertahun. Faktor pendorong pertumbuhan
ini antara lain meningkatnya kebutuhan mobilitas, perkembangan sektor pariwisata, dan

pertumbuhan ekonomi yang stabil (Chowdhury & Alzarrad, 2023).



Jumlah Mobil Penumpang / Passenger Car
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Gambar 1. 2 Perkembangan Jumlah Mobil Penumpang / Passenger Car
Sumber: (Badan Pusat Statistik, 2023)

Dengan meningkatnya jumlah kendaraan maka industri penyewaan kendaraan telah
menjadi komponen vital dalam sektor transportasi global, menawarkan solusi mobilitas yang
fleksibel dan ekonomis bagi individu maupun perusahaan. Layanan ini memungkinkan akses
kendaraan tanpa komitmen kepemilikan jangka panjang, sehingga menjadi alternatif menarik

bagi banyak pihak (LPS Konstruksi, 2024).

Global Car Rental Market, 2020-2030, USD Billion
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Gambar 1. 3 Global Car Rental Market, 2020 — 2030
Sumber: (exactitudeconsultancy.com)
Di Indonesia, industri penyewaan kendaraan juga mengalami perkembangan pesat.
Berdasarkan Gambar 1.3 Laporan dari Exactitude Consultancy (2023) menunjukkan bahwa
pasar penyewaan kendaraan secara global akan mencapai 270,04 USD Billion pada tahun 2030.



Faktor pendorong pertumbuhan ini antara lain meningkatnya kebutuhan mobilitas,
perkembangan sektor pariwisata, dan pertumbuhan ekonomi yang stabil. Selain itu, perubahan
preferensi konsumen yang lebih memilih layanan fleksibel tanpa harus memiliki kendaraan
sendiri turut berkontribusi pada peningkatan permintaan jasa sewa kendaraan.

DKI Jakarta merupakan kota besar dengan mobilitas yang tinggi. Hal ini yang
dimanfaatkan oleh perusahaan rental mobil di DKI Jakarta untuk mendirikan rental mobil, salah
satu perusahaan rental mobil tersebut adalah PT Adi Sarana Armada Tbk (ASSA). PT Adi
Sarana Armada Tbk (ASSA) merupakan perusahaan terkemuka di sektor penyewaan kendaraan
di Indonesia. Sejak tahun 2021, ASSA memiliki armada sebanyak 26.000 unit, dengan 22,63%
merupakan kendaraan komersial dan 77,37% kendaraan penumpang. ASSA berfokus pada
layanan sewa transportasi yang ditujukan untuk korporat atau ditujukan untuk perusahaan
dengan jangka waktu yang panjang (Long Term). Dengan jumlah armada yang besar,
perusahaan ini menghadapi tantangan dalam pengelolaan kendaraan, termasuk aspek perawatan
dan perbaikan untuk memastikan operasional yang optimal.

Sebagai perusahaan yang bergerak di industri penyewaan kendaraan, ASSA tidak hanya
berfokus pada penyediaan kendaraan tetapi juga harus memastikan bahwa setiap unit yang
disewakan berada dalam kondisi prima. Oleh karena itu, layanan perbaikan dan perawatan
kendaraan menjadi aspek krusial dalam operasional perusahaan. Untuk mendukung hal ini,
ASSA memiliki layanan purna jual berupa bengkel perawatan dan perbaikan kendaraan yang
memastikan armada selalu dalam kondisi layak jalan.

Namun, dengan skala operasi yang besar, sering kali terdapat aspek yang terlupakan.
Salah satu aspek penting adalah kebutuhan akan perbaikan / perawatan kendaraan. Tanpa
perawatan yang memadai, kendaraan dapat mengalami penurunan performa, meningkatkan
risiko kecelakaan, serta berkontribusi terhadap pencemaran lingkungan. Sejalan dengan
penelitian (Mena et al., 2024) yang menyatakan perawatan preventif kendaraan memiliki peran
penting dalam menurunkan risiko kecelakaan hingga 20% serta mengurangi waktu henti
operasional yang tidak perlu hingga 75%. Kerusakan pada kendaraan roda empat dapat
dikategorikan ke dalam beberapa jenis utama, yaitu kerusakan pada mesin, sistem kelistrikan,
sistem rem, transmisi, serta suspensi dan kemudi. Kerusakan mesin sering kali disebabkan oleh
overheat, kebocoran oli, atau kerusakan pada komponen mekanis (Syifah, 2024a). Gangguan
pada sistem kelistrikan mencakup masalah pada baterai, alternator, atau sistem pengapian.

Masalah pada sistem rem bisa meliputi rem blong atau keausan kampas rem yang berlebihan,



sementara transmisi mengalami kendala pada perpindahan gigi atau sistem kopling (Dokter
Mobil, 2025). Selain itu, kerusakan pada suspensi dan kemudi dapat mengganggu kenyamanan
serta keselamatan berkendara, terutama jika terdapat masalah pada shock absorber, tie rod, atau
rack steer (Zhao et al., 2024).

Untuk menangani berbagai jenis kerusakan tersebut, terdapat beberapa kategori
perbaikan pada PT Adi Sarana Armada Tbk diantaranya, Perbaikan Berkala (PB) merupakan
perbaikan yang dilakukan secara rutin berdasarkan jadwal yang telah ditentukan sesuai dengan
standar pemeliharaan kendaraan, mencakup penggantian oli, penggantian kampas rem, atau
penyetelan mesin (Syifah, 2024b). Perbaikan Berkala Tidak Teratur (PBTT) merupakan
perbaikan yang seharusnya dilakukan secara berkala tetapi mengalami ketidakteraturan dalam
pelaksanaanya, hal ini disebabkan oleh beberapa faktor meliputi jadwal pemakaian kendaraan
yang padat, kendala operasional, atau keterlambatan dalam pemeliharaan. Dan Adhoc
merupakan perbaikan atau perawatan yang dilakukan di luar jadwal pemeliharaan rutin dan
berkala, Adhoc dilakukan sebagai respons terhadap kondisi tertentu, seperti kerusakan
mendadak, kebutuhan operasional mendesak, atau perintah khusus yang tidak masuk dalam
skema pemeliharaan reguler. Seiring dengan kemajuan teknologi otomotif, penggunaan sistem
berbasis komputer untuk mendiagnosis kerusakan kendaraan semakin umum. Salah satu
teknologi yang sering digunakan adalah On-Board Diagnostics (OBD), yang memungkinkan
mekanik untuk mengidentifikasi masalah kendaraan lebih cepat dan akurat (Medashe et al.,
2020).

Permasalahan yang dialami PT Adi Sarana Armada Tbk. Salah satunya ketidakakuratan
evaluasi yang terjadi pada kantor pusat akibat ketidaksesuaian informasi dalam
mengklasifikasikan jenis perbaikan kendaraan secara cepat, tepat dan konsisten akibat deskripsi
kerusakan yang bersifat tidak terstruktur dan bervariasi. Ketidaksesuaian muncul karena terjadi
kesalahan diagnosis jenis perbaikan dengan kegiatan aktual yang dilakukan. Hal ini juga
disebabkan oleh sistem pencatatan yang hanya memungkinkan tercantumnya satu kategori jenis
perbaikan untuk satu laporan SPK. Hal ini menyebabkan proses pengambilan keputusan
strategis menjadi terhambat, bahkan berpotensi menimbulkan kesalahan dalam menentukan
kebijakan maupun alokasi sumber daya perusahaan. Dampak yang lebih jauh dapat terlihat pada
menurunnya efisiensi operasional, meningkatnya risiko kesalahan administratif, serta
menurunnya kepercayaan stakeholder terhadap keandalan sistem informasi perusahaan. Hal ini

juga dapat menimbulkan beberapa tantangan, seperti evaluasi kurang akurat, waktu yang



dibutuhkan untuk identifikasi masalah yang relatif lama, kemungkinan kesalahan manusia
dalam menentukan jenis perbaikan, serta variasi bahasa yang digunakan dalam laporan teknisi
yang dapat menyebabkan ketidaksesuaian dalam diagnosis (Torres et al., 2021). Keterbatasan
ini menunjukkan perlunya pengembangan sistem klasifikasi yang mampu mengenali dan
mengelompokkan berbagai jenis perbaikan secara lebih akurat dan lengkap berdasarkan
deskripsi kerusakan yang diberikan.

Metode Text Mining dapat menjadi solusi dalam mengidentifikasi proses klasifikasi
perbaikan kendaraan. Text mining merupakan teknik untuk melakukan pengklasifikasian data
melalui identifikasi pola - pola dalam kumpulan teks berukuran besar (Pratama & Lestika Atmi,
2020). Dengan pendekatan ini, sistem dapat mengklasifikasikan jenis perbaikan secara otomatis
berdasarkan pola dalam teks yang dimasukkan oleh teknisi atau pelanggan. Salah satu metode
yang cukup umum diterapkan dalam Text Mining yaitu Term Frequency-Inverse Document
Frequency (TF-IDF). TF-IDF berfungsi menilai tingkat kepentingan sebuah kata di dalam
kumpulan dokumen serta telah terbukti efektif pada berbagai aplikasi klasifikasi teks, seperti
sentiment analysis, spam detection, serta pemrosesan bahasa alami lainnya. TF-IDF telah
terbukti mampu meningkatkan efektifitas dan akurasi dalam mendiagnosis permasalahan
kendaraan berdasarkan teks deskriptif yang diberikan oleh pengguna dalam, termasuk untuk
analisis jenis perawatan dan perbaikan kendaraan (Xiao et al., 2024). TF-IDF bekerja dengan
perbandingan tiap kalimat topik hasil text mining, lalu menentukan bobot dengan menggunakan
algoritma TF-IDF (Sari et al., 2021).

Dalam konteks klasifikasi jenis perbaikan kendaraan, TF-IDF berguna untuk mengubah
laporan teknisi ke dalam bentuk numerik, sehingga proses pengelompokkan jenis perbaikan
menjadi lebih akurat. Beberapa algoritma machine learning telah banyak dimanfaatkan dalam
klasifikasi teks berbasis TF-IDF antara lain Naive Bayes (NB), Logistic Regression (LR), dan
Random Forest (RF). Masing-masing algoritma memiliki keunggulan tersendiri, seperti
efektivitas dalam mengidentifikasi pola pada teks, kemampuan menangani data dengan jumlah
fitur yang besar, efisiensi dalam mengolah teks dengan jumlah kata kunci yang tinggi.

Namun, penelitian yang membandingkan efektivitas berbagai algoritma dalam
klasifikasi perbaikan kendaraan masih terbatas. Selain itu, masih terdapat inkonsistensi dari
penelitian terdahulu yang menjadi celah peneliti. Beberapa kesenjangan yang ingin diatasi
dalam penelitian ini meliputi kurangnya studi yang menguji efektivitas TF-IDF dalam

mengklasifikasikan laporan teknisi kendaraan dan minimnya perbandingan akurasi algoritma



machine learning dalam klasifikasi perbaikan kendaraan. Penelitian yang dilakukan oleh
Hidayah dan Dodiman (2024) penerapan dari hasil berbagai algoritma machine learning pada
data monitoring, dan menunjukkan hasil akurasi yang cukup tinggi pada model klasifikasi
tersebut, sehingga model dengan algoritma machine learning tersebut dapat
diimplementasikan. Oleh karena itu, penelitian sebelumnya telah mengintegrasikan berbagai
algoritma machine learning pada data monitoring. Melalui penelitian ini diharapkan model
machine learning dapat diterapkan pada data SPK agar dapat meningkatkan keakuratan
evaluasi kinerja perusahaan.

Dengan demikian, penelitian ini perlu dilakukan untuk menghadirkan solusi yang
mampu meningkatkan akurasi informasi, memperbaiki mekanisme evaluasi perusahaan, dan
mendukung proses pengambilan keputusan yang lebih tepat, cepat, dan berbasis data yang
valid. Objek dari penelitian ini adalah PT Adi Sarana Armada sebagai kebaruan penelitian. Data
dalam penelitian ini bersumber dari database PT Adi Sarana Armada Tbk, khususnya pada data
Surat Perintah Kerja (SPK). Secara teoritis, penelitian akan memperkaya literatur mengenai
penerapan Text Mining dalam klasifikasi dokumen teknis. Secara praktis, hasil penelitian
digunakan oleh bengkel dan perusahaan otomotif untuk mengoptimalkan layanan perbaikan
kendaraan secara lebih efisien dan akurat. Sehingga penelitian ini diberi judul “Implementasi
Text Mining Dengan TF-IDF Untuk Klasifikasi Jenis Perbaikan Kendaraan dan Evaluasi

Akurasi Algoritma Machine Learning”

1.2 Rumusan Masalah
Dari pokok permasalahan yang telah dijelaskan dalam latar belakang, dapat diberikan rumusan

masalah dapat disusun sebagai berikut:
1. Apa perbedaan karakteristik rule yang dihasilkan oleh algoritma machine learning
dalam menginterpretasikan data teks?
2. Bagaimana ketidaksesuaian informasi antara data lapangan dengan laporan yang
diterima mempengaruhi akurasi evaluasi kinerja?
3. Bagaimana efektivitas TF-IDF dan kinerja model machine learning dalam klasifikasi
jenis perbaikan kendaraan?
1.3 Tujuan Penelitian
Berdasarkan rumusan masalah yang terbentuk maka tujuan yang ingin dicapai dalam penelitian

ini disusun sebagai berikut:



1.

Menganalisis perbedaan karakteristik rule yang dihasilkan oleh algoritma machine
learning dalam mengklasifikasikan jenis perbaikan kendaraan.
Menganalisis pengaruh ketidaksesuaian informasi antara data lapangan dengan laporan

yang diterima akurasi evaluasi kinerja.

. Menganalisis efektivitas metode TF-IDF dalam merepresentasikan data teks dan

mengevaluasi kinerja model machine learning dalam klasifikasi jenis perbaikan

kendaraan untuk menentukan model dengan akurasi terbaik.

1.4 Manfaat Penelitian

Adapun kontribusi penelitian ini ditujukan kepada perusahaan maupun bidang akademis:

1.

Bagi Perusahaan

Penelitian ini diharapkan dapat menjadi acuan dalam mengklasifikasikan jenis
perbaikan kendaraan berbasis teks, sehingga setiap kerusakan dapat teridentifikasi lebih
akurat dan cepat. Dengan demikian, proses perbaikan dapat berjalan lebih efisien serta
meningkatkan efektivitas manajemen armada kendaraan. Selain itu, algoritma
klasifikasi yang digunakan dapat dijadikan alat bantu dalam menentukan jenis
perbaikan kendaraan di bengkel, sehingga memudahkan identifikasi berdasarkan
kerusakan kendaraan. Hal ini diharapkan dapat mengurangi tingkat ketidaksesuaian
informasi pada Surat Perintah Kerja (SPK).

Bagi Akademis

Penelitian ini diharapkan mampu memperkaya wawasan di bidang data sekaligus
memberikan gambaran nyata mengenai penerapan ilmu Teknik Industri, khususnya

pada konsentrasi studi riset operasional.

1.5 Batasan Penelitian

Adapun batasan yang diterapkan oleh peneliti pada penelitian yang dilakukan.

l.

Data Surat Perintah Kerja (SPK) yang digunakan antara lain Order Desc, Item Text, dan
Jenis Perbaikan.

Tools yang digunakan untuk menganalisis data adalah Microsoft Excel dan Google
Colaboratory dengan menggunakan metode text mining pendekatan TF-IDF dan
algoritma machine learning.

Data Surat Perintah Kerja yang digunakan yaitu dalam jangka waktu 1 Januari 2024
hingga 31 Maret 2024.



BAB II
TINJAUAN PUSTAKA

2.1 Kajian Literatur
2.1.1 Text Mining

Dari beberapa penelitian sebelumnya yang memiliki keterkaitan dengan metode fext mining.
Pada penelitian yang dilakukan oleh Sari et al., (2021) mengenai penerapan text mining pada
aplikasi repository STMIK Budi Darma. Dalam penjelasan yang telah disampaikan dalam
laporan ini, dapat disimpulkan bahwa algoritma text mining dengan metode Term Frequency
Inverse Document Frequency (TF-IDF) efektif dalam melakukan klasifikasi terhadap dokumen
skripsi. Penerapan cosine similarity menjadi langkah penting untuk menilai tingkat kesamaan
antar abstrak. Semakin banyak kata kunci yang terdapat pada sebuah abstrak, maka hasil

pengelompokan dokumen akan semakin optimal.

Penelitian yang dilakukan oleh Chamira (2022) mengenai implementasi text mining
untuk monitoring diskusi online. Hasil penelitian tersebut, dapat disimpulkan bahwa metode
Term Frekuensi - Inverse Document Frekuensi (TF-IDF), kesamaan cosinus, dan Maximal
Marginal Relevance (MMR) berhasil menerapkan dalam proses menyederhanakan dokumen
untuk keperluan pemantauan diskusi berani. Penerapan nilai MMR terbukti efektif dalam
mengidentifikasi dan menyaring komentar yang relevan, sehingga dapat dipertahankan dalam
forum diskusi online serta memberikan manfaat bagi seluruh pengguna. Selain itu, hasil
pengujian dengan metode black box dan User Acceptance Test (UAT) menunjukkan bahwa
sistem yang dikembangkan telah memenuhi kriteria kelayakan dan siap digunakan sebagai alat

bantu dalam mengawasi penyiaran diskusi secara berani.

Penelitian yang dilakukan oleh Arsad et al., (2024) mengenai penerapan text mining
untuk menentukan kesamaan dokumen skripsi. Penerapan algoritma text mining dan metode
cosine similarity efektif dalam mendeteksi tingkat kesamaan antar dokumen skripsi. Proses
preprocessing seperti tokenisasi, stopword removal, dan stemming menjadi tahapan penting
sebelum dilakukan perhitungan kesamaan dokumen. Semakin tinggi nilai cosine similarity yang
diperoleh antara dua dokumen, maka semakin besar tingkat kemiripan konten di antara

keduanya. Hal ini menunjukkan bahwa pendekatan ini dapat digunakan sebagai alat bantu
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dalam proses deteksi plagiarisme dan evaluasi dokumen akademik secara lebih efisien dan

objektif.

Penelitian yang dilakukan oleh Farhan et al., (2023) mengenai text mining untuk
klasifikasi UU ITE. Penelitian ini memanfaatkan proses preprocessing data, pembobotan kata,
dan pelatihan model untuk mengelompokkan 245 kronologi pelanggaran ke dalam kategori
pasal 27 dan 28. Sistem dikembangkan menggunakan framework flask sebagai antarmuka
berbasis web. Dengan akurasi sebesar 80%, hasil penelitian menunjukkan bahwa pendekatan
ini cukup efektif dalam mengidentifikasi potensi pelanggaran hukum dari teks yang tersedia.
Temuan ini menegaskan bahwa teknologi klasifikasi teks dapat dijadikan sebagai sarana
edukatif dalam meningkatkan kewaspadaan pengguna internet terhadap regulasi digital yang

berlaku.

Penelitian yang dilakukan Timmisetty et al., (2024) mengenai text mining untuk
klasifikasi tingkat keparahan kendaraan. Penelitian ini menggunakan machine learning untuk
mengklasifikasikan tingkat keparahan masalah mobil, dengan tujuan meningkatkan kepuasan
pelanggan dan efisiensi biaya. Deskripsi masalah pelanggan diubah menjadi format terstruktur
menggunakan fext mining. Model pohon keputusan (decision tree) dipilih karena lebih akurat
dalam klasifikasi. Teknisi akan mengklasifikasikan masalah sebagai parah atau tidak, dan
memberikan saran sesuai tingkat keparahan, meskipun model ini tidak dapat menjelaskan

masalah spesifik mobil.

Penelitian oleh Jue Li dan Chang Wu (2023) berfokus pada klasifikasi informasi
kecelakaan konstruksi. Penelitian ini menerapkan teknik deep learning dan text mining untuk
mengklasifikasikan dan mengekstrak informasi penting dari narasi kecelakaan konstruksi.
Menggunakan model Convolutional Neural Network (CNN) untuk klasifikasi teks, penelitian
ini menunjukkan akurasi 84% dalam memproses laporan kecelakaan. Selain itu, algoritma Term
Frequency-Inverse Document Frequency (TF-IDF) digunakan untuk mengekstrak informasi
kunci dan menghasilkan visualisasi word cloud. Temuan ini memberikan wawasan berharga
dalam manajemen keselamatan proyek konstruksi dan dapat diterapkan untuk mencegah

kecelakaan di lapangan.
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2.1.2 Machine Learning

Penelitian yang dilakukan oleh Nurul Hidayah dan Dodiman (2024) mengenai
pengklasifikasian saran monitoring dan evaluasi mahasiswa. Pada penelitian ini menerapkan
algoritma Multinomial Naive Bayes, metode bobot Term Frequency-Inverse Document
Frequency (TF-IDF), dan evaluasi melalui Confusion Matrix terbukti efektif dalam proses
klasifikasi saran mahasiswa. Tahapan preprocessing seperti pembersihan teks, normalisasi, dan
ekstraksi fitur menjadi langkah penting sebelum dilakukan proses klasifikasi. Hasil akurasi
yang mencapai 85% menunjukkan bahwa sistem ini dapat digunakan sebagai alat bantu dalam
menganalisis sentimen atau masukan mahasiswa secara terstruktur. Dengan demikian,
pendekatan ini berpotensi untuk diterapkan dalam mendukung peningkatan kualitas proses

pembelajaran dan evaluasi kinerja dosen di lingkungan pendidikan tinggi.

Penelitian yang dilakukan Khodadadi et al., (2022). mengenai diagnostik kendaraan
otomatis. Penelitian ini menerapkan pembelajaran mesin untuk meningkatkan diagnostik
kendaraan dengan menggunakan NLP untuk mengekstrak informasi dari laporan kegagalan.
Algoritma pembelajaran mendalam memvalidasi klaim, dan algoritma klasifikasi mengarahkan
permintaan layanan ke departemen yang sesuai. Model BILSTM-CNN meningkatkan akurasi
validasi permintaan layanan 18% lebih tinggi dibandingkan teknisi, dengan peningkatan akurasi
(25%), sensitivitas (39%), spesifisitas (11%), dan presisi (11%) pada model GTB, serta ROC-
AUC 0,82.

Penelitian yang dilakukan Fang Li (2020) berfokus mengevaluasi algoritma klasifikasi.
Penelitian ini mengembangkan model klasifikasi teks ucapan dalam kendaraan untuk
meningkatkan pemahaman bahasa alami. Penelitian ini menerapkan berbagai algoritma
pembelajaran mesin seperti Naive Bayes, KNN, dan pohon keputusan (decision tree) untuk
mengekstrak serta mengklasifikasikan fitur dari ucapan pengguna. Hasil penelitian
menunjukkan bahwa model klasifikasi berbasis SVM memberikan kinerja terbaik dalam hal
akurasi dan kecepatan, sedangkan pendekatan berbasis aturan juga efektif dalam memahami

makna perintah pengguna melalui kombinasi klasifikasi dan ekstraksi informasi.

Penelitian yang dilakukan Deming Li (2024) berfokus mengevaluasi model machine
learning. Hasil penelitian menunjukkan bahwa model klasifikasi berbasis algoritma
pembelajaran mesin (Machine Learning) efektif untuk evaluasi pengajaran desain interaktif di

perguruan tinggi. Dalam percobaan ini, algoritma NB, KNN, LR, dan SVM digunakan sebagai
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meta-pembelajaran, dengan peringkat klasifikasi SVM > LR > KNN > NB. SVM mencapai
akurasi klasifikasi 92,1%, menunjukkan model ini sangat cocok untuk konstruksi sistem

evaluasi pengajaran interaktif di pendidikan emosional.

Penelitian yang dilakukan Sathishkumar & Ibrahim (2025) berfokus mengevaluasi
algoritma machine learning pada operasi mesin. Penelitian ini menggunakan algoritma regresi
pembelajaran mesin (Machine Learning) untuk memperkirakan kinerja dan emisi pada mesin
hidrogen diesel dengan pengapian kompresi muatan homogen (HDHCCI). Data mencakup tiga
parameter masukan dan lima parameter keluaran. Sebanyak 26 algoritma pembelajaran mesin
diuji, dengan Matern 5/2 GPR, Wide Neural Network, dan Fine Tree menunjukkan hasil terbaik
dalam memprediksi BTE dan emisi lainnya, dengan nilai R2 mendekati 1. Namun, untuk

estimasi emisi HC, hanya GPR yang menunjukkan kinerja baik.

Penelitian yang dilakukan Gupta et al., (2022) berfokus membandingkan kinerja
algortima machine learning berdasarkan akurasi. Penelitian ini membandingkan kinerja
berbagai algoritma pembelajaran mesin menggunakan alat R dan model perbandingan yang
berbeda. Setelah perbandingan dilakukan, algoritma terbaik diterapkan untuk membuat
prediksi. Penelitian ini mengevaluasi algoritma seperti Decision Tree (CART), Support Vector
Machine (SVM), K-Nearest Neighbors (KNN), Random Forest (RF), dan Naive Bayes (NB)
menggunakan validasi silang berulang dengan 10 lipatan dan 3 pengulangan. Metode evaluasi
termasuk metrik akurasi dan kappa, serta visualisasi seperti plot kepadatan dan boxplot.
Hasilnya menunjukkan hasil Random Forest dengan akurasi serta nilai Kappa tertinggi (akurat:
83,3-91,6%; Kappa: 0,750-0,877), diikuti oleh CART dan SVM. KNN dan NB menunjukkan
kinerja yang lebih rendah. Penelitian ini menyimpulkan bahwa pendekatan trial-and-error
dalam memilih dan menyetel algoritma dapat meningkatkan akurasi prediksi, dengan Random

Forest dan CART sebagai pilihan utama untuk dataset yang digunakan.

Penelitian yang dilakukan Nie et al., (2025). Studi ini mengembangkan model prediksi
klasifikasi reservoir menggunakan pembelajaran mesin dengan akurasi tinggi berdasarkan data
pengeboran real-time. Kontribusi utama meliputi metode pemilihan fitur untuk data pengeboran
seperti resistivitas, GR, pengukuran gas, dan lainnya, serta pembangunan basis data pengeboran

skala besar untuk klasifikasi reservoir.

Penelitian yang dilakukan Kordbagheri et al., (2025) mengenai prediksi menggunakan

machine learning. Hasil menunjukkan bahwa model ML tingkat lanjut mengungguli regresi
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logistik pada data pelatihan dan pengujian. Model seperti kNN, GBE, dan RF memiliki skor
tertinggi berdasarkan pseudo-R2 dan AUC. Nilai pseudo-R2 bervariasi, dengan kNN mencatat
nilai tertinggi sebesar 0,099, sementara regresi logistik terendah di 0,022. Subskala keramahan
paling berpengaruh dalam memprediksi penyelesaian pendidikan universitas.

Penelitian oleh Maximilian Lowin (2024) mengusulkan pendekatan berbasis
penambangan aturan asosiasi (ARM) dan model bahasa besar (LLM) untuk pemeliharaan
prediktif dalam manajemen fasilitas. Dengan menggabungkan ARM temporal dan kesamaan
semantik dari LLM, metode ini dapat mengidentifikasi kebutuhan pemeliharaan yang akan
datang dari permintaan layanan berbasis teks. Hasil studi kasus menunjukkan bahwa model
bahasa Jerman besar memberikan hasil terbaik, dan penerapan filter temporal lift
memungkinkan penyaringan aturan yang lebih relevan. Pendekatan ini efektif meskipun tanpa
data berlabel, memberikan wawasan berharga bagi pengambil keputusan dalam manajemen

fasilitas.

2.1.3 Posisi Penelitian

Berikut merupakan posisi penelitian berdasarkan penelitian terdahulu yang menjadi acuan

referensi:
Tabel 2. 1 Posisi Penelitian
Research Focus
No Penulis Objek T e)ft TF-IDF Macht:ne
Mining Learning
1 (Sari et al., 2021)  Skripsi J J
Mahasiswa
2 (Chamira, 2022)  Konten  Diskusi J
Online
3 (Arsad et al., 2024) Dokumen Skripsi \
4 (Farhan et al., Pasal UU ITE J J
2023)
5 (Hidayah & Data Monitoring J J
Dodiman, 2024)
6 (Timmisetty et al., Tingkat
2024) Keparahan \ \

Masalah Mobil
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Research Focus

No Penulis Objek T ejft TF-IDF Macht:ne
Mining Learning
7 (Khodadadi et al., Laporan Layanan J
2022) Pelanggan

8 (J. Li & Wu, 2023) Laporan
Kecelakaan V
Konstruksi

9 (F. Li, 2020) Data Ucapan & J
Teks Kendaraan

10 (D. Li, 2024) Data Evaluasi
Pengajaran \
Pendidikan

11 (Sathishkumar &  Data Operasi

Ibrahim, 2025) Pembelajaran \

Mesin

12 (Gupta et al., 2022) Data Kinerja J
Mesin

13 (Nie et al., 2025)  Data Pengeboran v

14 (Kordbagheri et al., Data Pendidikan J

2025)

15 (Lowin, 2024) Data
Pemeliharaan J
Manajemen
Fasilitas

16 Usulan Database
Maintenance
(Jenis  Perbaikan ! !
Kendaraan)

Berdasarkan tabel 2.1 yang menjelaskan research gap, keterbaruan penelitian ini yaitu

terletak pada tujuan penelitian, kondisi data, jenis data perbaikan kendaraan yang digunakan,

lokasi penelitian, serta waktu penelitian yang dilakukan. Fokus utama penelitian ini adalah
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mengidentifikasi jenis perbaikan kendaraan dengan menggunakan data Surat Perintah Kerja
(SPK). Data Surat Perintah Kerja (SPK) mengalami ketidaksesuaian (nonconfermity) antara
kategori jenis perbaikan dengan kerusakan aktual pada kendaraan sehingga diperlukan metode
untuk mengatasi permasalahan tersebut. Selain itu, penelitian ini juga akan membandingkan

tingkat akurasi performa model algoritma machine learning.

2.2 Landasan Teori

2.2.1 Surat Perintah Kerja/Laporan Teknisi

Surat Perintah Kerja (SPK) atau laporan teknisi adalah dokumen resmi yang berfungsi sebagai
panduan pelaksanaan pekerjaan oleh teknisi. Di bidang otomotif, SPK biasanya mencatat detail
seperti keluhan pelanggan, pemeriksaan awal kendaraan, tindakan perbaikan yang dilakukan,
dan catatan tambahan terkait kondisi kendaraan. SPK menjadi sumber data penting karena
berisi informasi tekstual yang menggambarkan jenis masalah, tingkat keparahan, serta riwayat
perawatan kendaraan. Dalam penelitian berbasis text mining, data SPK digunakan untuk

mengekstraksi pola-pola kerusakan kendaraan dan mendukung sistem klasifikasi perbaikan.

2.2.2 Knowledge Discovery in Database (KDD)

Knowledge Discovery in Database (KDD) adalah proses sistematis untuk menemukan pola
tersembunyi, hubungan, atau informasi baru dari kumpulan data besar (Safii, 2018). Proses
Knowlegde Discovery in Database (KDD) mencakup tahapan data mining (proses pengekstrak
kecenderungan pada pola data), kemudian mengubah hasil tersebut secara tepat menjadi
informasi yang mudah dipahami (Riandari & Simangunsong, 2019). KDD sangat penting dalam
penelitian ini karena membantu mengubah data laporan teknisi yang tidak terstruktur menjadi
informasi terklasifikasi yang bisa digunakan untuk pengambilan keputusan, seperti menentukan

jenis kerusakan kendaraan atau menyarankan langkah perbaikan.

Inti dari Knowledge Discovery in Database (KDD) dapat dijelaskan sebagai berikut
(Riandari & Simangunsong, 2019):

1. Data Selection
Sebelum memasuki tahap inti dalam KDD, perlu dilakukan pemilihan data berdasarkan
sekumpulan data operasional. Data yang sudah diseleksi kemudian disimpan dalam
sebuah berkas tersendiri, terpisah dari basis data operasional.

2. Pre-processing / Cleaning
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Tahap ini dilakukan sebelum proses data mining dimulai, yaitu dengan membersihkan
data yang akan digunakan. Pembersihan meliputi penghapusan data ganda, pemeriksaan
inkonsistensi, serta perbaikan kesalahan dalam data, seperti kesalahan penulisan
(tipografi).

3. Transformation
Transformasi atau coding dilakukan pada telah diseleksi guna sesuai untuk kebutuhan
data mining. Tahap ini bersifat kreatif serta bergantung pada pola maupun jenis
informasi yang ingin diperoleh dari basis data.

4. Data Mining
Data mining merupakan tahap pencarian pola atau informasi berharga dari data yang
telah diproses, dengan menggunakan metode atau algoritma tertentu. Pemilihan metode
yang tepat sangat ditentukan oleh tujuan dan keseluruhan proses KDD.

5. Interpretation / Evaluation
Informasi atau pola diperoleh dari data mining kemudian disajikan dalam bentuk yang
mudah dipahami oleh pihak yang berkepentingan. Pada proses ini juga dilakukan
evaluasi guna memastikan bahwa pola yang ditemukan tidak bertentangan dengan fakta

maupun hipotesis sebelumnya.

2.2.3 Data Mining

Data mining merupakan proses untuk memperoleh informasi penting dari sekumpulan data
berukuran besar. Dalam penerapannya, data mining banyak memanfaatkan metode statistika,
matematika, serta kecerdasan buatan (Artificial Intelligence). Tahapan yang dilalui dalam
proses ini mencakup pembersihan data, integrasi, seleksi, transformasi, penambangan data,

evaluasi pola, hingga penyajian data.

Data mining adalah proses menemukan informasi baru dengan cara mengidentifikasi
pola atau aturan dalam kumpulan data berukuran besar. Proses ini terdiri dari beberapa tahapan
yang bertujuan mengekstrak pengetahuan yang sebelumnya tidak dapat diperoleh secara
manual. Aktivitas ini juga sering disebut sebagai knowledge discovery in databases (KDD),
yang mencakup pengumpulan serta analisis data historis untuk mengungkap pola maupun

hubungan dalam suatu dataset.

Data mining berfokus pada identifikasi pola menarik pada data dalam volume besar,

yang bisa disimpan dalam database, data warehouse, atau sistem penyimpanan informasi
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lainnya. Bidang ini berhubungan dengan ilmu lain seperti sistem basis data, data warehouse,

statistik, machine learning, pengambilan informasi, dan komputasi tingkat tinggi.

Menurut Yang et al. (2020), data mining merupakan metode untuk menggali informasi
serta pengetahuan tersembunyi dari kumpulan data berukuran besar. Informasi yang diperoleh
melalui proses ini harus memenuhi tiga karakteristik, yaitu bersifat baru (belum pernah
diketahui sebelumnya), efektif, dan praktis. Data mining sendiri terbagi menjadi dua kategori
utama, yaitu predictive dan descriptive. Sementara itu, Hamonangan Nasution & Igbal Sofyan
(2020) menjelaskan bahwa istilah “mining” berasal dari bahasa Inggris yang berarti
menambang atau menggali sumber daya di dalam tanah. Dengan demikian, data mining dapat
dipahami sebagai proses menambang informasi tersembunyi dari kumpulan data dengan
volume yang sangat besar. Lebih jauh, data mining berkaitan erat dengan berbagai disiplin ilmu,

seperti kecerdasan buatan (Artificial Intelligence), machine learning, statistika, dan basis data.

2.2.4 Pre-processing Data

Pre-processing data merupakan tahapan awal dalam mengolah data yang harus dilakukan
sebelum dapat dilakukan perhitungan oleh algoritma yang bertujuan untuk membersihkan data
dari anomali sehingga data dapat menjadi terstruktur (Farhan et al., 2023b). Pre-processing
dapat didefinisikan sebagai proses mempersiapkan data mentah sebelum dilakukan proses
selanjutnya. Data teks mentah yang diperoleh biasanya merupakan data tidak terstruktur serta
memiliki banyak data noise seperti tanda baca, imbuhan, angka, karakter — karakter khusus serta

lain sebagainya. Berikut merupakan beberapa tahapan Pre-processing data:

1. Cleaning Data
Tahap ini guna membersihkan teks pada elemen yang tidak relevan, misalnya karakter
khusus maupun data ganda. Pembersihan dilakukan untuk mengurangi noise yang dapat
mengganggu proses klasifikasi.

2. Folding Data
Pada tahap ini, teks mengalami transformasi format, misalnya dengan mengubah huruf
kapital menjadi huruf kecil serta menghapus konten yang bukan berupa karakter alfabet.
Hanya huruf A sampai Z yang dipertahankan, sedangkan karakter lainnya dihilangkan
(Afida et al., 2021).

3. Tokenize Data
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Pada tahap ini, dilakukan dengan memecah struktur teks menjadi kata-kata yang lebih
kecil. Kalimat diuraikan menjadi kata per kata agar dapat dianalisis lebih mendalam.
(Afida et al., 2021). Tahapan ini memiliki tujuan untuk memisahkan setiap kata dalam
teks sehingga struktur dapat dianalisis lebih dalam.

4. Stopwords Data
Tahap ini berfokus pada penghapusan kata-kata yang dianggap tidak memiliki makna
signifikan. Prosesnya mengikuti daftar kata yang tercantum dalam stopwords list (Afida
etal., 2021).

5. Stemming Data
Stemming dilakukan guna mengembalikan kata ke bentuk dasarnya dengan cara
menghapus imbuhan, baik berupa awalan (prefix), akhiran (suffix), maupun gabungan
(konfiks). Tujuannya adalah untuk menyamakan bentuk kata sehingga lebih konsisten

saat dianalisis (Arsad et al., 2024).

2.2.5 Text Mining

Text mining merupakan proses penggalian informasi dari kumpulan data berbentuk teks, yang
biasanya bersumber dari berbagai dokumen. Tujuan utama text mining adalah mengidentifikasi
kata — kata yang mampu merepresentasikan isi dokumen secara keseluruhan untuk
memungkinkan dilakukannya analisis keterkaitan antar dokumen. Tidak seperti data dalam
bentuk rekaman basis data, fext mining berfokus pada informasi yang berasal dari teks tidak
terstruktur. Proses awal yang penting dalam fext mining adalah prapengolahan data, yakni tahap
mempersiapkan teks agar bisa diproses lebih lanjut. Dalam tahap ini, rangkaian karakter dalam
bentuk teks diuraikan menjadi bagian-bagian yang lebih kecil dan bermakna, misalnya menjadi
bab, sub-bab, paragraf, kalimat, kata, atau bahkan suku kata. Metode ini dimulai dengan
mengidentifikasi istilah - istilah utama dalam dokumen, kemudian melanjutkan ke analisis
hubungan antar dokumen dengan menggunakan teknik statistik seperti clustering,

classification, dan association (Aditya et al., 2015).

Metode ini berguna untuk menganalisis opini, evaluasi, sikap, penilaian, serta emosi
seseorang guna mengetahui keterkaitannya dengan suatu topik, layanan, organisasi, ataupun
kegiatan tertentu (Wulandari et al., n.d.). Proses kerja fext mining pada dasarnya banyak
mengadaptasi konsep dari penelitian data mining. Perbedaan utama antara keduanya terletak
pada sumber pola yang digunakan, di mana fext mining mengekstraksi pola dari bahasa alami

yang bersifat tidak terstruktur, sedangkan data mining mengambil pola dari basis data yang
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terstruktur. Secara umum, tahapan algoritma text mining diawali dengan proses pre-processing

teks (Ridwansyah, 2022).

Tujuan dilakukannya text mining adalah guna mendapatkan informasi dalam
sekumpulan dokumen sehingga dapat digunakan oleh peneliti untuk mendapatkan informasi
yang berguna serta guna kepentingan pengambilan keputusan. Menurut Ervita Kusuma Putri &
Tedy Setiadi (Putri & Setiadi, 2014), text mining memiliki tugas khusus seperti
pengkategorisasian teks dan juga pengelompokan teks. Dalam memberikan solusi atas suatu
permasalahan text mining memberikan solusi dalam bentuk machine learning, information
retrieval dan data mining. Langkah — langkah dalam fext mining adalah yang pertama
preprocessing teks, core mining operations, presentation layer components dan langkah yang

keempat sebagai langkah terakhir adalah refinement techniques.

2.2.6 TF-IDF

Penelitian ini menggunakan metode pembobotan Term Frequency Inverse Document
Frequency (TF-IDF) karena memiliki sejumlah keunggulan dibandingkan metode pembobotan
lain. TF-IDF mampu memberikan bobot yang lebih besar pada kata — kata yang spresifik dan
relevan dengan dokumen tertentu, sekaligus mengurangi bobot kata- kata umum yang muncul
dibanyak dokumen. Hal ini menjadikannya sangat sesuai untuk klasifikasi laporan perbaikan
kendaraan, di mana istilah teknis tertentu memiliki makna penting dalam membedakan kategori
perbaikan. Dibandingkan dengan Bag-of-Words yang hanya menghitung frekuensi kata tanpa
mempertimbangkan pentingnya kata dalam keseluruhan dokumen, TF-IDF terbukti
menghasilkan akurasi klasifi yang lebih tinggi. Sementara itu, metode representasi berbasis
word of embeddings seperti Word2Vec atau FastText memang mampu menangkap hubungan

semantik antar kata, tetapi membutuhkan data yang lebih sulit.

Selain itu, metode pembobotan lain seperti BM25 atau variasi neutrosophic TF-IDF
memang dapat memberikan peningkatan akurasi, namun cenderung lebih kompleks dalam
implementasi dan memerlukan penyesuaian parameter tambahan. Oleh karena itu, pemilihan
TF-IDF dalam penelitian ini didasarkan pada pertimbangan keseimbangan antara akurasi,
efisiensi komputasi, kemudahan implementasi, serta interpretabilitas hasil, sehingga dapat

mendukung kebutuhan praktis di kantor pusat dalam meningkatkan akurasi evaluasi kinerja.

Pembobotan Term Frequency Inverse Document Frequency (TF-IDF) merupakan

metode umum yang digunakan untuk mengukur skala keterhubungan suatu kata (term) terhadap
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dokumen atau kalimat, dengan cara memberikan bobot atau nilai tertentu pada setiap kata
(Arifin et al., n.d.). Tujuan dari TF-IDF adalah untuk mengidentifikasi kata-kata yang paling
penting dalam suatu dokumen atau kumpulan dokumen. Term Frequency (TF) adalah nilai
frekuensi kemunculan suatu kata dalam sebuah dokumen (Wati et al., 2023). Invers document
[frequency akan mengidentifikasi bahwa kemunculan suatu istilah dengan frekuensi yang tinggi
pada suatu data atau dokumen merupakan hal yang sangat penting. Begitu juga sebaliknya
dengan kemunculan kata atau istilah yang rendah dianggap tidak penting pada suatu dokumen
karena pembahasannya tidak mewakili dokumen tersebut (Yu et al., 1982). TF-IDF berasal dari

perkalian antara term frequency (TF) dengan inverse document frequency (IDF).

Term Frequency dan Inverse Document Frequency (TF-IDF) merupakan pembobotan

yang sering digunakan dalam penelusuran informasi dan fext mining (Agusvina & Santoso,

2018).

Cara kerja dalam mencari nilai ferm frequency melalui beberapa persamaan yaitu:
Tfq = 1+ °Log tf 2.1
Dimana setiap variabel dijelaskan sebagai berikut:
Tf : term frekuensi atau banyaknya kata pada dokumen
Tf.q :term frekuensi atau banyaknya kata t pada dokumen d atau pembobotan local

Mencari nilai inverse document-frequenct melalui persamaan 2:

Idf, ='%Log "/df, (2.2)
Idf;  :inverse document-frequency atau pembobotan global
n : banyaknya dokumen

df; : banyaknya dokumen yang memiliki kata t

berdasarkan persamaan 1 dan persamaan 2 baru dapat ditentukan nilai bobotnya
(W¢q) dengan mengalikan kedua persamaan sehingga menjadi persamaan 3

Wea = tfeax idfy (2.3)

Tf.q :term frekuensi atau banyaknya kata t pada dokumen d atau pembobotan local
Idf,  :inverse document-frequency atau pembobotan global
Wiq :milai bobot akhir kata

Kemudian lakukan normalisasi pada bobot yang telah didapatkan dengan

menggunakan persamaan 4.
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Wta

/Z?=1(Wt,s)2

Dimana setiap variabel dijelaskan sebagai berikut:

2.4)

n : banyaknya dokumen

t : iterasi kata ke-

Wiq : nilai bobot akhir kata

Teknik ini membantu mengidentifikasi pentingnya suatu kata dalam dokumen tertentu
maupun dalam keseluruhan koleksi dokumen, dengan cara menghitung bobot berdasarkan

seberapa sering kata tersebut muncul (Alessa & Faezipour, 2019).

2.2.7 Machine Learning

Machine Learning merupakan salah satu metode pembelajaran yang termasuk dalam cabang
kecerdasan buatan, di mana sistem mampu belajar secara mandiri tanpa campur tangan manusia
secara langsung. Machine learning didefinisikan sebagai penerapan algoritma matematika dan
aplikasi komputer yang belajar dari data, kemudian menghasilkan prediksi untuk masa

mendatang (Goldberg & Holland, 1988).

Algoritma dalam Machine Learning membentuk model matematika dengan
mengandalkan data pelatihan (training data) yang digunakan untuk membuat prediksi atau
mengambil keputusan. Fokus utama dari pendekatan ini adalah pengembangan program
komputer yang mampu secara otomatis memperbaiki kinerjanya berdasarkan pengalaman yang

terus bertambah.

Terdapat berbagai jenis algoritma dalam Machine Learning yang secara umum terbagi

menjadi tiga kategori utama.

1. Supervised Learning, yaitu jenis algoritma yang mempelajari hubungan antara data
masukan dan keluaran melalui proses pelabelan. Algoritma ini banyak digunakan untuk

menyelesaikan permasalahan klasifikasi maupun regresi.

2. Unsupervised Learning, yakni algoritma yang digunakan untuk mengevaluasi dan
mengelompokkan data tanpa adanya label atau target keluaran, biasanya dipakai untuk

analisis dan klasterisasi data

3. Reinforcement Learning, yaitu metode pembelajaran di mana agen belajar melalui

interaksi langsung dengan lingkungan. Algoritma ini memungkinkan sistem
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menentukan strategi terbaik secara mandiri melalui proses percobaan dan kesalahan

dalam lingkungan yang terus berubah.

2.2.8 Naive bayes

Naive Bayes adalah salah satu metode klasifikasi berbasis teori probabilitas Bayes. Algoritma
ini mengasumsikan bahwa fitur-fitur input bersifat independen satu sama lain (naive
assumption) (Vernanda et al., 2024). Metode Naive Bayes dikenal memiliki akurasi serta
kecepatan yang baik ketika diterapkan pada basis data berukuran besar. Algoritma ini banyak
digunakan dalam penyelesaian masalah machine learning karena mampu memberikan hasil
akurat dengan perhitungan yang relatif sederhana (Mayasari & Indarti, 2022). Dengan
pendekatan ini, Naive Bayes mampu menghitung kemungkinan kelas tertentu berdasarkan fitur
yang ada, sehingga cocok digunakan untuk tugas-tugas klasifikasi teks meliputi deteksi spam,
analisis sentimen, dan pengelompokan laporan teknisi. Kelebihan metode ini adalah sederhana,

cepat, dan tetap efektif meskipun data berukuran besar.

2.2.9 Logistic Regression

Logistic Regression adalah metode statistik yang digunakan untuk memprediksi kategori hasil
berdasarkan satu atau lebih variabel input. Walaupun namanya "regression", prediksi nilai
kontinu (Mayasari & Indarti, 2022). Metode logistic regression digunakan untuk menganalisis
hubungan antara variabel respon yang bersifat dikotomus (berbentuk ordinal atau nominal
dengan dua kategori) maupun polikotomus (memiliki skala ordinal atau nominal dengan lebih
dari dua kategori) (Susetyoko et al., 2022). Metode ini populer dalam prediksi biner, seperti

menentukan apakah suatu laporan kerusakan termasuk kategori parah atau ringan.

2.2.10 Random Forest

Random Forest merupakan salah satu dari sekian banyak metode ensemble yang dikembangkan
oleh Leo Breiman pada tahun 2001. Random Forest adalah metode ensemble learning yang
membangun banyak pohon keputusan (decision tree) untuk melakukan klasifikasi atau regresi.
Setiap pohon dalam Random Forest dilatih menggunakan subset acak dari data, dan hasil akhir
ditentukan berdasarkan voting dari semua pohon (pada klasifikasi) atau rata-rata prediksi (pada
regresi) (Finda & Utomo, 2024). Random Forest unggul dalam mengatasi masalah overfitting
yang sering terjadi pada decision tree tunggal, serta mampu menangani data berukuran besar
dengan akurasi tinggi. Dalam konteks klasifikasi laporan teknisi, Random Forest bisa

menghasilkan prediksi jenis kerusakan dengan lebih akurat.
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2.2.11 Confusion Matrix
Confusion Matrix adalah alat evaluasi model klasifikasi yang menampilkan hasil prediksi
model dibandingkan dengan label asli data (Hakim et al., 2025). Tabel ini memiliki empat

komponen utama:

- True Positive (TP): Prediksi benar pada kelas positif.

- True Negative (TN): Prediksi benar pada kelas negatif.

- False Positive (FP): Prediksi salah di mana model memprediksi positif padahal negatif.
- False Negative (FN): Prediksi salah di mana model memprediksi negatif yang

seharusnya positif.

Dari Confusion Matrix, berbagai metrik kinerja seperti akurasi, presisi, recall, dan F'I-score
dapat dihitung untuk menilai seberapa baik performa model. Ini penting agar kita tahu bukan
hanya berapa banyak prediksi yang benar, tapi juga seberapa baik model mengenali pola

penting di dalam data.
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BAB III
METODE PENELITIAN

3.1 Jenis Data

Data pada penelitian ini termasuk ke dalam data sekunder. Data sekunder adalah data yang

diperoleh bukan melalui pengumpulan langsung, melainkan melalui pihak atau sumber

perantara. Pada penelitian ini, data sekunder yang digunakan berasal dari literatur serta hasil

riset terdahulu yang membahas topik sejenis dengan penelitian yang sedang dilakukan. Selain

itu, data yang digunakan pada penelitian ini yaitu data Surat Perintah Kerja (SPK) yang diambil

dari database maintenance PT Adi Sarana Armada Tbk.

3.2 Pengumpulan Data

Data yang diambil untuk selanjutnya akan diolah dalam penelitian ini yaitu sebagai berikut:

1.

Dokumentasi merupakan metode pengumpulan data dengan cara mengkaji,
mengumpulkan, mencatat, serta menelaah dokumen — dokumen atau arsip yang
berkaitan dengan objek penelitian. Dokumen ini dapat berupa data tertulis, laporan,
catatan, maupun bentuk arsip digital yang tersedia sebelumnya. Dalam penelitian ini
teknik yang diterapkan yaitu pengambilan data Surat Perintah Kerja (SPK) dari
database maintenance PT Adi Sarana Armada Tbk, yang berisi informasi deskripsi
pekerjaan atau keluhan kendaraan, yang kemudian menjadi bahan utama untuk analisis.
Studi Literatur, dilakukan sebagai metode pengumpulan data yang mendukung
penelitian dengan menelusuri berbagai literatur yang relevan. Sumber literatur dapat
berasal dari buku, jurnal, situs web, tesis, maupun referensi lainnya. Dalam penelitian
ini, studi literatur mencakup topik-topik seperti text mining, Term Frequency — Inverse
Document Frequency (TF-IDF), machine learning, serta penelitian terdahulu yang

berkaitan.

3.3 Pengolahan Data

Langkah — langkah sistematis pengolahan pada penelitian ini dapat dijabarkan sebagai berikut:

l.

Pre-processing data
Preprocessing data dilakukan sebagai tahap pembersihan dan persiapan data untuk

meminimalisir variasi item teks, sehingga machine learning dapat mempelajari data
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secara mudah dan akurat. Dalam penelitian ini, tahapan preprocessing data yang
diterapkan meliputi cleaning, folding, tokenize, stopword, serta steeming data.

2. Representasi teks dengan TF-IDF
Representasi teks dengan TF-IDF digunakan untuk merubah data teks menjadi
representasi numerik agar dapat diproses oleh algoritma machine learning. Dalam
penelitian ini, digunakan metode Term Frequency - Inverse Document Frequency (TF-
IDF) sebagai Teknik konversi teks.

3. Splitting data
Sebelum membangun model, data terlebih dahulu dibagi menjadi dua bagian, yaitu
training set dan testing set untuk menguji kinerjanya. Dalam penelitian ini, pembagian
data dilakukan dengan rasio umum yaitu, 80% training data dan 20% testing data.

4. Pelatihan model
Setelah dilakukan pembagian data, selanjutnya akan dilatih dengan model klasifikasi.
Algoritma machine learning yang digunakan dalam penelitian ini antara lain Naive
Bayes (NB), Logistic Regression (LR), dan Random Forest (RF).

5. Evaluasi model
Untuk menilai kinerja model yang telah dilatih maka, dilakukan evaluasi menggunakan
confusion matrix untuk menampilkan jumlah prediksi yang benar dan salah dari model

klasifikasi berdasarkan kategorinya.

3.4 Alur Penelitian
Proses yang diterapkan dalam penelitian ini digambarkan melalui alur penelitian yang

ditampilkan pada Gambar 3.1 sebagai berikut:
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Gambar 3. 1 Alur Penelitian

Berikut merupakan uraian dari alur penelitian pada gambar 3.1 sebagai berikut:
1. Studi Literatur

Tahap awal dalam penelitian ini yakni melakukan studi literatur, di mana penulis

menelaah penelitian — penelitian terdahulu yang memiliki keterkaitan serta dapat
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dijadikan sebagai landasan dan pendukung bagi penelitian yang sedang dilakukan,

penelitian tersebut mengenai jenis perbaikan, text mining, dan machine learning.

- Jenis perbaikan kendaraan : Mengkaji karakteristik perbaikan kendaraan
berdasarkan data historis, pada penelitian ini yaitu data Surat Perintah Kerja (SPK)

- Text Mining : Pemahaman terhadap teknik — teknik fext mining yang digunakan
guna mengekstrak informasi dari data teks tidak terstruktur.

- Machine Learning : Kajian terhadap algoritma supervised learning yang umum
digunakan dalam klasifikasi teks, meliputi naive bayes, logistic regression, serta
random forest.

Identifikasi dan Perumusan Masalah

Identifikasi masalah yang dilakukan pada tahap ini bertujuan untuk menemukan dan

memahami permasalahan yang ada dalam sistem perbaikan kendaraan. Masalah utama

yang akan diidentifikasi adalah bagaimana menganalisis jenis perbaikan kendaraan
yang dilakukan, berdasarkan deskripsi yang terdapat dalam Surat Perintah Kerja (SPK).

Dengan identifikasi yang dilakukan, maka dapat disusun rumusan masalah yang

kemudian akan diteliti.

Menentukan Tujuan Akhir Penelitian

Tahapan ini bertujuan untuk memberikan arah dan fokus terhadap keseluruhan proses

penelitian. Dalam konteks ini, tujuan akhir dirumuskan berdasarkan identifikasi

masalah serta hasil studi literatur yang telah dilakukan sebelumnya.

Pengumpulan Data

Pengumpulan data sekunder dilakukan dengan mengumpulkan data Surat Perintah

Kerja (SPK) yang terdapat dalam database maintenance dengan sistem SAP. Data ini

berupa teks deskriptif yang mencakup jenis perbaikan kendaraan atau perawatan yang

terjadi. Data diambil dalam format excel, kemudian diorganisir untuk mempermudah

analisis lebih lanjut.

. Pre-processing Data

Tahap preprocessing data dilakukan untuk membersihkan data teks yang telah
dikumpulkan guna mempersiapkan untuk dilakukan pengolahan atau analisis, sehingga
mesin akan lebih mudah untuk mengenali data. Adapun tahapan preprocessing data
yang dilakukan pada penelitian ini yaitu sebagai berikut:

a. Cleaning Data
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Menghapus karakter yang tidak relevan, seperti tanda baca atau angka.
b. Case Folding Data
Tahapan untuk menyeragamkan seluruh huruf, untuk menghindari perbedaan
penulisan kata.
c. Tokenize Data
Memisahkan teks menjadi kata — kata atau kalimat yang lebih kecil, sehingga hanya
menyisakan kata — kata yang dibutuhkan saja.
d. Stopword Removal Data
Menghilangkan kata — kata yang tidak bermakna atau tidak memberikan informasi
penting misalnya, kata hubung atau kata umum lainnya.
e. Steeming Data
Mengubah kata ke bentuk dasarnya misalnya, “perbaikan” menjadi ’perbaiki”.
. Data Siap Digunakan
Tahapan ini merupakan proses validasi untuk memastikan bahwa data hasil
preprocessing sudah cukup bersih dan representatif. Jika data belum memenubhi kriteria,
akan dilakukan pengecekan data kembali untuk memastikan data tersebut valid untuk
digunakan, kemudian akan dilakukan pengulangan proses preprocessing hingga data
dinyatakan siap.
. Eksplorasi Data dan Visualisasi
Setelah data dinyatakan siap, maka dilakukan eksplorasi data untuk memahami
struktur, karakteristik, dan pola yang terdapat dalam data. Aktivitas ini meliputi analisis
sstatistik deskriptif, visualisasi frekuensi kata (word cloud dan histogram).
. Representasi Teks Berbasis TF-IDF
Setelah teks dibersihkan, dilakukan konversi menggunakan Term Frequency — Inverse
Document Frequency (TF-IDF). Proses ini mengubah data teks menjadi representasi
numerik, di mana setiap kata diberikan bobot berdasarkan frekuensinya dalam sebuah
dokumen.
. Splitting Data
Data yang telah diproses, selanjutnya dibagi menjadi dua bagian yaitu, data latih
(training data) dan data pengujian (testing data). Data latih digunakan untuk

membangun model klasifikasi, sedangkan data pengujian digunakan untuk menguji
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seberapa baik model tersebut bekerja pada data baru. Pembagian data pada penelitian
ini yaitu 80% data latih dan 20% data pengujian.
10. Penerapan Algoritma Machine Learning
Analisis pada penelitian ini dilakukan dengan algoritma Naive Bayes, Logistic
Regression, dan Random Forest. Setiap algoritma memiliki karakteristik yang berbeda
dalam menangani data teks, sehingga penggunaan beberapa model memungkinkan
dilakukan perbandingan kinerja antar algoritma dalam mengklasifikasikan jenis
perbaikan kendaraan.
11. Evaluasi Model
Evaluasi model dilakukan untuk mengukur performa masing — masing model
klasifikasi. Evaluasi ini menggunakan confusion matrix yang menunjukkan jumlah
prediksi benar dan salah untuk tiap kelas, termasuk nilai True Positive, False Positive,
True Negative, dan False Negative. Sedangakan acuracy guna mengukur seberapa
banyak prediksi yang benar dari seluruh data uji.
12. Kesimpulan dan Saran
Berdasarkan hasil pengolahan data yang dilakukan, maka dapat ditarik kesimpulan dan
saran yang dapat membantu penelitian selanjutnya. Kesimpulan mencakup pencapaian
tujuan penelitian serta jawaban atas permasalahan yang telah dirumuskan. Selain itu,
diberikan saran untuk penelitian lanjutan, misalnya memperluas data, melakukan
preprocessing yang lebih kompleks, atau mencoba algoritma machine learning yang
lebih sesuai
3.5 Kerangka Konseptual Penelitian
Kerangka konseptual penelitian merupakan gambaran alur berpikir yang digunakan dalam
menyelesaikan permasalahan. Kerangka ini menjelaskan bagaimana data penelitian diproses
melalui tahapan — tahapan tertentu hingga menghasilkan output yang dapat menjawab rumusan

masalah. Berikut merupakan kerangka konseptual sebagai berikut:
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Gambar 3. 2 Kerangka Konseptual Penelitian
Berikut merupakan uraian kerangka konseptual pada gambar 3.2 sebagai berikut:
1. Input
a. Data laporan perbaikan kendaraan (SPK)
Data SPK yang berasal dari database maintenance. Data ini berisikan catatan
deskriptif mengenai jenis perbaikan kendaraan yang dilakukan oleh service advisor.
Data inilah yang menjadi objek utama untuk dianalisis dan diklasifikasikan.

b. Literatur pendukung
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Literatur mencakup teori terkait text mining, pembobotan teks (TF-IDF), dan
algoritma machine learning, yang digunakan sebagai landasan konseptual dalam
penerapan model
2. Process

a. Preprocessing data

» (Cleaning Data: menghapus karakter yang tidak relevan (angka, tanda baca,
simbol).

» (Case Folding: menyeragamkan format huruf menjadi huruf kecil.
» Tokenizing: memecah teks menjadi kata-kata.
= Stopword Removal: menghapus kata-kata umum yang tidak bermakna penting.
»  Stemming: mengembalikan kata ke bentuk dasar.

b. Representasi teks dengan TF-IDF
Pada tahap ini, teks yang sudah diproses akan dikonversi menjadi representasi
numerik dengan metode TF-IDF. Metode ini dipilih karena mampu memberikan
bobot yang lebih proporsional antara kata yang sering muncul dengan kata yang
jarang tetapi penting.

c. Splitting data
Data yang telah direpresentasikan dibagi menjadi data latih (80%) dan data uji
(20%) untuk keperluan pembelajaran model dan pengujian performa.

d. Penerapan algortima machine learning
Model klasifikasi dibangun menggunakan tiga algoritma, yaitu Naive Bayes,
Logistic Regression, dan Random Forest. Ketiga algoritma ini dipilih untuk
dibandingkan performanya dalam mengklasifikasikan jenis perbaikan kendaraan.

3. Qutput

a. Evaluasi model
Model klasifikasi dibangun menggunakan tiga algoritma, yaitu Naive Bayes,
Logistic Regression, dan Random Forest. Ketiga algoritma ini dipilih untuk
dibandingkan performa akurasi dalam mengklasifikasikan jenis perbaikan
kendaraan.

b. OQutput
= Model klasifikasi terbaik



32

Model machine learning yang memiliki performa akurasi tertinggi berdasarkan
hasil evaluasi. Model ini diharapkan mampu mengklasifikasikan laporan
perbaikan kendaraan dengan lebih akurat.

Peningkatan akurasi evaluasi kinerja

Dengan adanya klasifikasi yang akurat, ketidaksesuaian informasi antara
lapangan dengan kantor pusat dapat diminimalisir. Hal ini berdampak pada
peningkatan akurasi evaluasi, efisiensi operasional, dan mendukung

pengambilan keputusan yang lebih tepat.
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BAB 1V
PENGUMPULAN DAN PENGOLAHAN DATA

4.1 Pengumpulan Data

Pengumpulan data dilakukan untuk memenuhi kebutuhan penelitian yang sedang dilaksanakan.
Pada penelitian ini, data yang digunakan berupa data historis dari laporan Surat Perintah Kerja
(SPK) sesuai dengan perawatan / perbaikan kendaraan yang dilakukan. Data yang digunakan
secara menyeluruh berjumlah 250420 data dengan kolom sebanyak 3 kolom, yang mencakup

periode waktu mulai 1 Januari 2024 hingga 31 Maret 2024.

Total data: 258420

Order Desc Item Text Jenis Perbaikan

] PAB-9304-UCUKM.65562,G/T V-BELT ENGINE NO PO : 4102186285 (Internal) Adhoc

1 PAB-9304-UCU KM.65562,G/T V-BELT ENGINE  PAB-9304-UCU,KM.65562,G/T V-BELT ENGINE Adhoc

2 PAB-9304-UCU KM.65562,G/T V-BELT ENGINE  PA,B-9304-UCU,KM.65562,G/T V-BELT ENGINE Adhoc

3 PAB-9304-UCU KM.65562,6/T V-BELT ENGINE V-Belt Adhoc

4 PAB-9304-UCUKM.65562,G/T V-BELT ENGINE V-Belt P/S Adhoc
250415 PB,BE-9665-YB,KM.125586,PB.125 Lampu box PB
250416 PBTT,BD-1316-EC,KM.30361,G/T WIPER G/T WIPER AUS (Internal) PETT
250417 PBTT,BD-1316-EC,KM.30361,G/T WIPER PO 4102251025 (Internal) PBTT
250418 PBTT,BD-1316-EC,KM.30361,G/T WIPER Wiper PETT
250419 PBTT,BD-1316-EC,KM.30361,G/T WIPER Wiper PETT

250420 rows x 3 columns
Gambar 4. 1 Hasil Pengumpulan Data

4.2 Pengolahan Data

Pada tahapan ini dilakukan proses pengolahan data teks dari Surat Perintah Kerja (SPK) yang
telah dikumpulkan dengan tujuan untuk mempersiapkan data agar dapat digunakan dalam
model klasifikasi berbasis machine learning. Proses pengolahan dimulai dari tahapan
Preprocessing Data hingga representasi data dalam bentuk numerik menggunakan Term
Frequncy — Invers Document Frequency (TF-IDF).

Tahapan ini penting dilakukan guna mengurangi noise pada data teks, memperbaiki
kualitas data, dan menyesuaikan dengan kebutuhan algoritma klasifikasi yang akan
dilaksanakan pada penelitian ini. Jumlah data yang digunakan pada tahap ini dapat berubah dari
jumlah awal, disebabkan karena penyesuaian dengan hasil dari proses pembersihan yang
ditetapkan dalam penelitian. Adapun proses pengolahan data yang dilakukan adalah sebagai
berikut:
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4.2.1 Preprocessing Data
Preprocessing data merupakan tahapan awal dalam mempersiapkan data mentah agar menjadi
data terstruktur dan layak untuk dianalisis lebih lanjut. Preprocessing data menggunakan fools

Python dan Google Colaboratory yang dilakukan meliputi tahapan berikut:

a. Cleaning Data
Pada tahapan ini dilakukan pemilihan variabel yang difokuskan untuk penelitian ini.
Dari sekian banyak informasi yang diberikan terdapat 3 variabel yang akan digunakan
yaitu ”Order Desc”, "Item Text”, dan ”Jenis Perbaikan”. Selain itu dilakukan pemilihan
data berdasarkan waktu, data yang digunakan yaitu pada tanggal 1 Januari 2024 hingga
tanggal 31 Maret.
Pada tahapan cleaning data akan dilakukan penghapusan duplicate data dan

noise data. Hal tersebut dilakukan agar semua data yang dianalisis merupakan data yang

tidak berulang dan hasil akan lebih akurat.

Total data after preprocessing: 236474

Order Desc Item Text Jenis Perbaikan Cleaned_Text
0 PAB-9304-UCU KM.65562,G/T V-BELT ENGINE NO PO : 4102186285 (Internal) Adhoc
1 PAB-9304-UCU KM.65562,G/T V-BELT ENGINE PAB-9304-UCU KM.65562,G/T V-BELT ENGINE Adhoc  pabucukmgt vbelt
2 PAB-9304-UCU KM.65562,G/T V-BELT ENGINE V-Belt Adhoc vbelt
3 PA,B-8304-UCU,KM.65562,G/T V-BELT ENGINE V-Belt P/S Adhoc vbelt ps
4 PAB-921 5-UXA KM.47940,STOORING KUNJUNGAN ASTRA WORLD (Internal) Adhoc kunjung
236469 PB,BE-9665-YBKM.125586,PB.125 Lampu PB lampu
236470 PB,BE-9665-YBKM.125586PB.125 Lampu box PB lampu box
236471 PBTT,BD-1316-EC,KM.30361,G/T WIPER G/T WIPER AUS (Internal) PBTT wiper aus
236472 PETTEBD-1316-EC,KM.30361,G/T WIPER PO 4102251025 (Internal) PETT
236473 PBTT,BD-1316-EC,KM.30361,G/T WIPER Wiper FBTT wiper

236474 rows x 4 columns

Gambar 4. 2 Hasil Cleaning Data

Dapat dilihat pada Gambar 4.2 menunjukkan bahwa terdapat pengurangan data
sebanyak 13.946 data akibat cleaning data, sehingga jumlah data yang sebelumya
250420 data menjadi 236474 data. Selain itu, terdapat penambahan colomn baru hasil

dari tahapan cleaning data yaitu Cleaned Text.
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Gambar 4. 3 Distribusi Jenis Perbaikan

Pada Gambar 4.3 dapat dilihat bahwa distribusi data berdasarkan jenis
perbaikan, di mana jenis perbaikan yang paling dominan adalah Perbaikan Berkala (PB)
sebanyak 132.071 data. Hal ini menunjukkan bahwa sebagian besar kendaraan
menjalani proses pemeliharaan rutin sesuai dengan jadwal yang ditentukan.
Selanjutnya, Perbaikan Berkala Tidak Teratur (PBTT) berjumlah 57.421 data,
menandakan bahwa masih terdapat sejumlah besar kendaraan yang menjalani perwatan
di luar jadwal perbaikan. Sedangkan, kategori Adhoc sebanyak 46.982 data
mencerminkan adanya kebutuhan perbaikan mendesak di luar jadwal yang telah
direncanakan.

Distribusi ini memberikan gambaran awal terhadap komposisi label dalam data
yang akan digunakan untuk klasifikasi. Dominasi kategori PB juga menunjukkan
ketidakseimbangan data (Imbalance Class) yang perlu diperhatikan dalam proses
pelatihan model machine learning, karena dapat memengaruhi performa prediksi untuk
kelas minoritas seperti PBTT dan Adhoc.

Case Folding Data

Tahap case folding yakni mengubah seluruh huruf kapital yang ada di dalam data
menjadi lowercase. Proses ini dilakukan karena tidak semua dokumen konsisten dalam
menggunakan huruf kapital. Oleh sebab itu, dibutuhkan konversi seluruh abjad yang
ada dalam dokumen menjadi huruf kecil. Proses case folding ditunjukkan pada Tabel

4.1.
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Tabel 4. 1 Proses Case Folding

Sebelum Case Folding

Sesudah Case Folding

G/T Oli Mesin + Oli Filter

Ganti Oli Mesin + Oli Filter (Internal)
G/T,0li Mesin,SHELL,5.5L (Internal)
G/T Oli Mesin + Cek Remote Tidak
Berfungsi
G/T, ACCU, Solite,IPC, NS40ZL
(Internal)

G/T Oli Filter (Internal)

g/t oli mesin + oli filter
ganti oli mesin & filter oli (internal)

g/t,oli mesin,shell,5.51 (internal)

g/t oli mesin + cek remote tidak befungsi

g/t, accu, solite, I pc, ns40zl (internal)

g/t oli filter (internal)

Tokenize Data

Setelah data dibersihkan dari duplicate data kemudian dilakukan proses fokenization

untuk menghapus tanda — tanda yang tidak digunakan seperti tanda kurung, koma, titik

serta memecah kalimat menjadi sekumpulan kata atau token. Tahapan ini bertujuan agar

pada tahap penghapusan stop words, mesin dapat mengenali tiap kata dalam teks dengan

lebih baik. Proses serta hasil tokenize data ditampilkan pada Tabel 4.2
Tabel 4. 2 Proses Tokenize Data

Sebelum Tokenize Data

Sesudah Tokenize Data

G/T Oli Mesin + Oli Filter
Ganti Oli Mesin + Oli Filter (Internal)

G/T,0Oli Mesin,SHELL,5.5L (Internal)
G/T Oli Mesin + Cek Remote Tidak
Berfungsi
G/T, ACCU,
(Internal)

G/T Oli Filter (Internal)

Solite,IPC, NS40ZL

['g/t', 'oli', 'mesin', 'oli', 'filter']

' '

['ganti’, 'oli', 'mesin', 'filter’, ‘'oli,
'internal']
['g/t', 'oli', 'mesin', 'shell', '5.51', 'internal']
['g/t, 'oli', 'mesin’, 'cek’, 'remote', 'tidak’,
'befungsi']
['g/t,

'internal']

‘accu’, 'solite', 'lpc', 'ms40zl',

['g/t', 'oli', 'filter', 'internal']

d. Stopword Data

Pada data hasil tokenize masih terdapat beberapa kata yang dapat dihapus atau tidak

dibutuhkan untuk dianalisis lebih lanjut. Sehingga diperlukan stop word removal untuk
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lebih mengefisiensi kalimat yang akan dianalisis. Kata yang dihilangkan seperti

Internal, Eksternal, dan lain sebagainya. Adapun hasil dari penghapusan stop word

ditampilkan pada tabel 4.3.

Tabel 4. 3 Proses Stopwrod Data

Sebelum Stopword Data

Sesudah Stopword Data

G/T Oli Mesin + Oli Filter

Ganti Oli Mesin + Oli Filter (Internal)
G/T,0Oli Mesin,SHELL,5.5L (Internal)
G/T Oli Mesin + Cek Remote Tidak
Berfungsi

G/T, ACCU,
(Internal)

G/T Oli Filter (Internal)

Solite,1PC, NS40ZL

['oli', 'mesin', 'oli, 'filter']
['oli', 'mesin', 'oli", 'filter']

['oli', 'filter']

['oli', 'mesin', 'remote', 'befungs']

['accu’, ‘solite']

['oli', “filter']

Stemming Data

Pada preprocessing sebelumnya, masih terdapat beberapa kalimat yang tidak langsung

menuju pada kata dasar sehingga, dilakukan tahapan untuk menghilangkan kata

imbuhan yang tidak diperlukan atau dapat dikatakan tahapan ini menjadikan kata — kata

menjadi kata dasar tanpa imbuhan. Adapun hasil dari steeming ditunjukkan pada tabel

4.4.

Tabel 4. 4 Proses Steeming Data

Sebelum Tokenize Data

Sesudah Tokenize Data

G/T Oli Mesin + Oli Filter

Ganti Oli Mesin + Oli Filter (Internal)
G/T,0li Mesin,SHELL,5.5L (Internal)
G/T Oli Mesin + Cek Remote Tidak
Berfungsi
G/T, ACCU,
(Internal)

G/T Oli Filter (Internal)

Solite,1PC, NS40ZL

oli mesin oli filter
oli mesin oli filter

oli mesin

oli mesin remote fungsi

accu solite

oli filter
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4.2.2 Eksplorasi Data dan Visualisasi

Tahapan eksplorasi data (Exploratory Data Analysis atau EDA) merupakan proses yang
penting dalam melakukan pengolahan data sebelum dilakukan pemodelan klasifikasi.
Tujuan dari tahapan ini guna memperoleh pemahaman menyeluruh terhadap struktur
data, memeriksa kualitas data hasil preprocessing, serta mengidentifikasi pola atau
informasi penting yang terkandung dalam data teks. Analisis ini juga digunakan
mengetahui distribusi kategori label (Jenis Perbaikan) dan frekuensi kata yang sering
muncul dalam data.

Sedangkan visualisasi berguna sebagai alat bantu untuk menyajikan hasil
eksplorasi secara grafis agar informasi yang ditemukan dapat dengan mudah dianalisis
dan dilakukan interpretasi. Hasil eksplorasi ini dapat menjadi dasar untuk menentukan
strategi lanjutan pada tahap representasi data dan pemodelan machine learning.

Adapun informasi yang didapatkan dari proses eksplorasi dan visualisasi sebagai
berikut:

a. Informasi umum dataset
Analisis awal dilakukan dengan menampilkan lima baris pertama dari dataset
dengan menggunakan fungsi df-head() dan memeriksa struktur data dengan fungsi
df-info(). Dari hasil tersebut diketahui bahwa data terdiri dari beberapa kolom
penting, seperti Order Desc, Item Text, Jenis Perbaikan, dan lain sebagainya.

Adapun hasil dari eksplorasi ini sebagai berikut:

<class 'pandas.core.frame.DataFrame’ >
RangeIndex: 236474 entries, 0 to 236473
Data columns (total 4 columns):

#  Column Mon-Null Count  Diype
@  Order Desc 236474 non-null abject
1 Item Text 236474 non-null object
2 Jenis Perbaikan 236474 non-null object
3 Cleaned_Text 236474 non-null object
dtypes: object(4)

Gambar 4. 4 Hasil Eksplorasi Informasi Umum Dataset

Pada Gambar 4.4 menunjukkan dataset yang digunakan terdiri dari 236.474
baris dan 4 kolom, yaitu “Order Desc”, Item Text”, “Jenis Perbaikan”, dan
”Cleaned_Text”. Seluruh kolom bertipe data object, yang menunjukkan bahwa data
ini didominasi oleh teks atau string. Kolom ”Order Desc” dan “Item Text” berisi
informasi deskriptif mengenai order layanan dan item atau komponen kendaraan.

Kolom ”Jenis Perbaikan” merupakan label klasifikasi yang telah ditentukan
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sebelumnya, sedangkan “Cleaned Text” adalah hasil dari proses preprocessing
yang digunakan sebagai basis untuk analisis teks mining lebih lanjut.

Pemeriksaan nilai kosong

Pemeriksaan jumlah nilai kosong pada setiap kolom dilakukan menggunakan fungsi
df-isnull().sum(). Dari hasil pengecekan tersebut tidak ditemukan nilai kosong pada
kolom data yang digunakan dalam penelitian, sehingga tidak diperlukan penanganan

khusus terhadap missing values. Adapun hasil dari peeriksaan ini sebagai berikut:

Missing values per column:
Order Desc B

Item Text a
Jenis Perbaikan B
Cleaned_Text 2]
dtype: inte4

Gambar 4. 5 Hasil Eksplorasi Data Null

Berdasarkan gambar 4.5 menampilkan hasil pemeriksaan nilai kosong, keempat
kolom dalam dataset tidak memiliki nilai kosong. Hal ini menunjukkan bahwa
dataset memiliki kualitas yang cukup baik dari sisi kelengkapan data. Tidak adanya
nilai yang hilang mempermudah proses analisis selanjutnya, karena tidak diperlukan
proses penanganan khusus untuk mengatasi missing value.

Jumlah nilai unik

Untuk mengetahui variasi data pada masing — masing kolom, dilakukanlah analisis
jumlah nilai dengan fungsi df.unique(). Hasilnya menunjukkan bahwa kolom Jenis
Perbaikan memiliki kategori unik, yaitu Perbaikan Berkala (PB), Perbaikan Berkala
Tidak Teratur (PBTT), dan Adhoc, sesuai dengan batasan penelitian. Adapun

kategori unik pada variabel lainnya yakni sebagai berikut:

Mumber of unique values per column:

Order Desc 49868
Item Text 78871
Jenis Perbaikan 3
Cleaned_Text 29137

dtype: inte4

Gambar 4. 6 Hasil Eksplorasi Unique Values

Setiap kolom dalam dataset memiliki jumlah nilai uni yang berbeda,
menunjukkan tingkat keragaman informasi dalam dataset. Seperti pada colomn
“Item Text” mengandung 79.871 nilai unik, yang mencerimkan tingginya variasi
komponen atau item kendaraan yang tercatat dalam layanan, begitupun dengan

colomn lainnya.
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d. Visualisasi word cloud

Visualisasi word cloud dibuat berdasarkan gabungan semua teks dalam kolom
cleaned text. Word cloud menampilkan kata — kata yang paling sering muncul
dalam dataset, dimana ukuran kata menunjukkan tingkat frekuensi kemunculannya.
Kata — kata yang muncul seperti ”oli”, “mesin”, filter”, dan lain sebagainya,
menandakan bahwa kata tersebut sering digunakan oleh service advisor untuk
mendeskripsikan kerusakan kendaraan. Adapun hasil visualisasi word cloud yaitu
sebagai berikut

Word Cloud

packing set §‘,;Ln 011 “’éirl accu

]

v
clutch ] }
~
sccu ks mr cove
(]
5o un tpa
= ogp
u- fllter “oli ] =
- e 11(

oli dlfferentlalgardan
poo “b lnlancmb ::

stoc L !

jasa_intern

ark ﬁplug

katalls%dong

Cfl]_ter%a bra e»pad air filter

E
transml

filt

filter uol fks “} ‘ gwgket packing
ﬁf“ las g ST 011‘
C 5 head Lang 2 T ban pcs
rU 7,: mesin ban ; inte » ban dunlop
Q¥aa Loli transmlsl ‘ ilter

Gambar 4. 7 Visualisasi Word Cloud

29 9

Pada gambar 4.7 terlihat bahwa kata — kata seperti ”oli”, ”mesin”, dan "filter”
muncul dengan ukuran besar, hal ini menandakan bahwa kata tersebut merupakan
bagian yang paling sering menjadi fokus dalam proses perbaikan kendaraan. Kata
”oli mesin” dan “oli filter” menjadi yang paling dominan, mengindikasikan bahwa
penggantian oli merupakan aktivitas perbaikan yang sangat umum dilakukan. Kata

2% 9.

lain seperti “accu”, “transmisi”’, dan ’ban” juga menunjukkan bawa sistem lainnya
turut menjadi perhatian dalam proses perbaikan kendaraan.

Secara keseluruhan, word cloud ini memberikan gambaran umum mengenai
pola dan fokus perbaikan kendaraan yang paling sering dilakukan. Informasi ini

dapat dimanfaatkan untuk memahami kebutuhan akan perbaikan kendaraan.



4.2.3 Pembobotan dan Pemisahan Data

41

Setelah data teks melalui tahapan preprocessing dan dilakukan eksplorasi, langkah

selanjutnya adalah mengubah data teks tersebut menjadi representasi numerik yang

dapat diproses oleh algoritma machine learning. Proses ini dikenal sebagai pembobotan

teks, yang dalam penelitian ini dilakukan menggunakan metode Term Frequency —

Inverse Document Frequency (TF-IDF). Setelah pembobotan dilakukan, data kemudian

dibagi menjadi dua bagian, yaitu data latih (training set) dan data uji (testing set), untuk

keperluan pelatthan dan evaluasi model. Pada tabel 4.5 menunjukkan proses

pembobotan dan pemisahan data.

Tabel 4. 5 Code Pembobotan dan Pemisahan Data

Code

Fungsi

from

sklearn.feature extraction.text
import TfidfVectorizer
vectorizer = TfidfVectorizer ()
X =
vectorizer.fit_transform(df["Cl

eaned Text"])

y = df["Jenis Perbaikan"]

from sklearn.model selection
import train test split

X train, X test, y train,
y_test = train_test_split(X, vy,
test_size=0.2, random_state=42,

stratify=y)

tfidfVectorizer() dibuat guna mengubah
teks dalam kolom Cleaned Text menjadi
representasi numerik berbasis bobot TF-
IDF. Proses fit transform() digunakan
untuk menghitung bobot setiap kata
berdasarkan frekuensinya dalam dokumen
dan ketidakumumannya dalam seluruh
korpus

Tahapan ini membagi data menjadi data
latih (x_train, y_train) dan data uji (X test,
y_test) dengan rasio 80:20 menggunakan
train_test split(). Parameter random_state
= 42 memastikan hasil pembagian
konsisten setiap kali dijalankan, sementara
stratify=y menjaga proporsi distribusi kelas
pada data latih dan data uji tetap seimbang

sesuai dengan distribusi awal dari target y

Adapun penjelasan dari pembobotan dan pemisahan data yang dilakukan yaitu

sebagai berikut:

a. Pembobotan dengan TF-IDF
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TF-IDF (Term Frequency-Inverse Document Frequency) merupakan salah satu
metode yang banyak digunakan dalam pengolahan teks untuk mengukur seberapa
penting suatu kata dalam sebuah dokumen relatif terhadap kumpulan dokumen
lainnya. Metode ini efektif untuk melihat kata — kata yang bersifat unik dan
mengurangi pengaruh kata — kata yang terlalu sering muncul dalam seluruh
dokumen. Dalam implementasi penelitian ini, pembobotan dilakukan dengan
menggunakan fungsi TfidVectorizer() dari pustaka scikit-learn pada kolom
Cleaned Text, yaitu kolom teks yang telah diproses. Hasil dari pembobotan ini
berupa matriks berdimensi (n, m), di mana » adalah jumlah dokumen dan m adalah
jumlah fitur (kata unik) setelah preprocessing. Setiap nilai dalam matriks mewakili
bobot TF-IDF dari suatu kata dalam sebuah dokumen.

Pada penelitian ini, pembobotan TF-IDF berguna untuk merepresentasikan data
teks menjadi numerik yang dapat diproses oleh algoritma machine learning.
Representasi ini menjadi input utama dalam proses klasifikasi jenis perbaikan
kendaraan. Dangan TF-IDF, model mampu mengenali kata — kata penting yang
menjadi ciri khas masing — masing kategori, sehingga membantu meningkatkan
performa model dalam mengklasifikasikan jenis perbaikan kendaraan.

b. Pemisahan data (Data Splitting)
Setelah data teks dikonversi ke bentuk numerik menggunakan TF-IDF, langkah
selanjutnya adalah melakukan pembagian data menjadi dua bagian yaitu data latih
(training set) digunakan untuk melatih model dan data uji (festing set) digunakan
untuk menguji kinerja model.

Pada penelitian ini pembagian data dilakukan menggunakan fungsi
train_test split() dari pustaka scikit-learn, dengan rasio 80% untuk data latih dan
20% untuk data uji. Pemilihan rasio ini didasarkan pada praktik umum dalam
machine learning, agar model memiliki cukup data untuk mempelajari serta cukup
data yang terpisah untuk dievaluasi secara objektif. Proses ini juga dilakukan dengan
parameter stratify pada label Jenis Perbaikan untuk memastikan distribusi kelas

tetap seimbang antara data latih dan data uji.

4.2.4 Penerapan Algoritma Machine Learning
Setelah data teks dikonversi menjadi bilangan numerik dengan menggunakan metode

TF-IDF dan dilakukan pemisahan data latih dan data uji, tahapan berikutnya yaitu
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membangun dan melatih model klasifikasi dengan menggunakan algoritma machine
learning. Tujuan dari tahapan ini guna mengembangkan sistem yang mampu
mengklasifikasi jenis perbaikan kendaraan, apakah termasuk kedalam kategori

Perbaikan Berkala (PB), Perbaikan Berkala Tidak Teratur (PBTT), atau Adhoc.

Dalam penelitian ini, digunakan tiga algoritma klasifikasi berbasis machine
learning yang umum digunakan dan terbukti efektif dalam pengolahan data berbasis
teks, algoritma yang digunakan yakni Naive Bayes, Logistic Regression, dan Random
Forest. Ketiga algoritma ini dipilih karena memiliki karakteristik yang berbeda dalam
menangani data teks dan dapat dibandingkan performanya untuk menentukan model
terbaik serta cocok digunakan dalam kasus pemeliharaan armada. Pada tabel 4.6
menunjukkan proses penerapan model machine learning, di mana setiap model dilatih
menggunakan data latih yang telah dibagi sebelumnya untuk mengetahui performa

masing — masing model secara obyektif.

Tabel 4. 6 Code Algoritma Machine Learning

Code

from sklearn.naive_bayes import

Fungsi

Mengimpor  kelas  MultinomialNB,
MultinomialNB L
dilatih dengan fit() menggunakan data

) ) lagi x-train dan y-train, lalu digunakan
model nb = MultinomialNB ()
untuk memprediksi

data uji x_test

model nb.fit(X train, y_train)

y_pred nb = menggunakan predict() dan disimpan

model nb.predict (X_test) dalamy_pred nb

from sklearn.linear model import  [ggijsticRegression diimpor dan dibuat

LogisticR i . .
cgisticRegression dengan batas iterasi 1000 serta seed

random. Model dilatih dengan fi#() pada

model 1r =

LogisticRegression (max_iter=1000,
random_ state=42)

model 1lr.fit(X train, y_train)
y_pred 1lr =

model 1lr.predict(X_ test)

from sklearn.ensemble import

RandomForestClassifier

data latih, dan prediksi dilakukan pada

x _test dengan predict(), hasilnya

disimpan di y_pred_ir

RandomForestClassifier diimpor dan

dibuat dengan 100 free dan seed tetap.




C.

44

Code Fungsi

model rf = Model dilatih pada x train dan y train

RandomForestClassifier (n_estimato

menggunakan  fit(), lalu  prediksi
rs=100, random state=42)

_ _ _ dilakukan pada data uji dan hasilnya
model rf.fit(X train, y_train)

y_pred rf = disimpan dalam y _pred rf
model rf.predict(X_test)

Adapun penjelasan penerapan ketiga algoritma Machine Learning yang

digunakan yaitu sebagai berikut:

Naive Bayes

Algoritma naive bayes merupakan salah satu model klasifikasi paling sederhana tetapi
cukup efektif, terutama untuk data berbasis teks. Model naive bayes ini bekerja
berdasarkan prinsip Teorema Bayes, yang menghitung probabilitas suatu kelas
berdasarkan fitur — fitur yang dimiliki oleh data tersebut. Adapun untuk kata “naive”
merujuk pada asumsi dasar bahwa setiap fitur dianggap saling independen terhadap fitur
lainnya.

Dalam penelitian ini digunakan varian Multinomial Naive Bayes, karena tipe
data yang diolah berasal dari pembobotan TF-IDF yang mencerminkan frekuensi relatif
pada suatu kata. Di mana algoritma ini cocok digunakan untuk data teks yang telah
direprentasikan dalam bentuk vektor.

Logistic Regression

Algoritma logistic regression merupakan model linier yang banyak digunakan dalam
proses klasifikasi. Walaupun algoritma ini bernama “regression”, algoritma ini bertugas
memetakan input ke dalam probabilitas kelas, lalu mengambil keputusan klasifikasi
berdasarkan ambang batas tertentu.

Dalam konteks teks pada penelitian ini, logistic regression berkerja cukup baik
karena dapat menangani data yang cukup tinggi seperti pada hasil pemboboran TF-IDF,
di mana ribuan kata dirubah menjadi fitur. Model logistic regression dilatih
menggunakan pendekatan Omne-vs-Rest (OvR), di mana model membangun satu

klasifikasi untuk setiap kelas terhadap kelas lainnya.

Random Forest
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Algoritma random forest merupakan salah satu model ensemble learning yang bekerja
dengna membangun banyak pohon keputusan (decision tree) secara paralel, lalu
menggabungkan hasilnya melalui teknik voting mayoritas. Setiap tree dalam forest
dilatih dengan subset acak dari data dan fitur, sehingga dapat menangkap keragaman
pola dalam dataset.

Dalam pengolahan teks, random forest cukup efektif karena dapat mempelajari
pola kompleks yang mungkin tidak dapat ditangkap oleh model linear lainnya. Di mana
model ini akan memberikan feature importance, yang bisa membantu mengetahui kata

mana yang paling berpengaruh terhadap prediksi.

4.3 Evaluasi Model Klasifikasi

Setelah dilakukan pelatihan model menggunakan tiga algoritma klasifikasi yang berbeda, yaitu
naive bayes, logistic regression, dan random forest. Tahapan selanjutnya adalah melakukan
evaluasi performa masing — masing model terhadap data uji. Evaluasi ini bertujuan untuk
mengetahui sejauh mana model mampu mengklasifikasikan jenis perbaikan kendaraan dengan
akurat berdasarkan data teks laporan Surat Perintah Kerja (SPK) yang telah diolah sebelumnya.

Dalam penelitian ini, evaluasi dilakukan menggunakan dua pendekatan utama, yaitu
accuracy dan confusion matrix. Kedua metrik ini dipilih karena mampu memberikan gambaran
yang jelas mengenai efektivitas prediksi model terhadap klasifikasi multikelas yang digunakan
dalam penelitian, yaitu Perbaikan Berkala (PB), Perbaikan Berkala Tidak Teratur (PBTT), dan
Adhoc.

Akurasi digunakan untuk menunjukkan persentase prediksi yang benar dari total data
uji, sedangkan confusion matrix digunakan untuk mengetahui distribusi prediksi benar dan
salah pada tiap kelas target.

4.3.1 Evaluasi Model Naive Bayes

Model pertama yang diuji adalah Multinomial Naive Bayes, sebuah algoritma klasifikasi

berbasis probabilistik yang umum digunakan dalam pemrosesan bahasa alami (NLP).

Model ini dibangun dengan mengasumsikan bahwa setiap fitur dalam kata bersifat

independen terhadap fitur lainnya.

Evaluasi model ini dilakukan dengan langkah — langkah berikut:
1. Pelatihan model menggunakan data hasil TF-IDF pada data latih.
2. Prediksi data uji menggunakan model Naive Bayes yang telah dilatih.
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3. Menghitung akurasi prediksi, yaitu rasio antara jumlah prediksi yang benar terhadap
total data uji.

4. Membentuk confusion matrix untuk melihat distribusi prediksi per kelas.
Berikut merupakan hasil accuracy dan confusion matrix dengan menggunakan model

naive bayes.

¢ HNaive Bayes:
Akurasi: 8.7351

precision recall fl-score  support

Adhoc 0.66 a.46 @.54 9397

PB .74 8.92 .82 26414

PBTT 8.76 8.54 @a.63 11484
accuracy a.74 47295
macro avg 8.72 a.64 a.67 47295
weighted avg B8.73 B8.74 8.72 47295

Confusion Matrix - Naive Bayes
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Gambar 4. 8 Hasil Evaluasi Naive Bayes

Model naive bayes menunjukkan hasil yang cukup baik dalam melakukan
klasifikasi jenis perbaikan kendaraan. Berdasarkan hasil evaluasi, model ini berhasil
mencapai akurasi sebesar 0,7351, yang menunjukkan bahwa sekitar 73,51% dari data
uji berhasil diklasifikasi dengan benar. Sedangkan hasil evaluasi confusion matrix
menjelaskan bahwa model ini mampu mengklasifikasikan PB dengan cukup baik
dengan prediksi benar sebesar 24.215. Namun, masih terjadi kesalahan klasifikasi pada

kelas PBTT dan Adhoc yang cukup signifikan.

4.3.2 Evaluasi Model Logistic Regression
Model kedua yang dilakukan evaluasi yaitu Logistic Regression, model linier yang

dapat digunakan untuk klasifikasi multikelas menggunakan pendekatan One-vs-Rest
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(OvR). Model ini bekerja dengan membentuk batas keputusan yang memisahkan data

antar kelas berdasarkan bobot fitur hasil dari TF-IDF.

Berikut merupakan hasil accuracy dan confusion matrix dengan menggunakan

model Logistic Regression.

¢ Logistic Regression:
Akurasi: @.7441

precision recall fl-score  support

Adhoc 2.68 @.44 @.54 9397

PE @8.75 8.92 @.83 26414

PETT 8.77 a.59 a.67 11454
accuracy a.74 47295
macro avg @.73 a.65 @.68 47295
weighted avg 8.74 8.74 8.73 47295

Confusion Matrix - Logistic Regression
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Gambar 4. 9 Hasil Evaluasi Model Logistic Regression

Model Logistic Regression menunjukkan performa yang baik dengan akurasi
sebesar 0,7441 atau sekitar 74,41% data berhasil diklasifikasikan dengan benar.
Sedangkan hasil evaluasi dengan confusion matrix, model paling akurat dalam
mengklasifikasikan kelas PB, dengan 24,298 prediksi benar. Berdasarkan hasil evaluasi
model logistic regression memberikan hasil yang lebih baik dari naive bayes, terutama

dalam hal kemampuan mengenali kelas PB dan PBTT.

4.3.3 Evaluasi Model Random Forest
Model ketiga adalah random forest, yang merupakan model berbasis ensemble learning.
Model ini menggabungkan sejumlah pohon keputusan (decision tree) untuk

menghasilkan prediksi akhir berdasarkan voting mayoritas. Sehingga dengan
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karakteristik yang kompleks pada data, random forest diharapkan mampu menangani

variasi dan korelasi antar kata dalam data.

Berikut merupakan hasil accuracy dan confusion matrix dengan menggunakan

model random forest.

¢ Random Forest:
Akurasi: @.7549

precision recall f1-
Adhoc 8.68 8.47
PB 8.76 8.92
PBTT 8.77 8.61
accuracy
Macra avg e.74 8.67
weighted avg B8.75 B8.75

Confusion Matrix - Random Forest
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Gambar 4. 10 Hasil Evaluasi Model Random Forest

Model Random Forest memberikan hasil terbaik dibandingkan dua model

sebelumnya, dengan akurasi sebesar 0,7549 atau sekitar 75,49% data berhasil

diklasifikasikan dengan benar. Sedangkan hasil

evaluasi

dengan confusion

menunjukkan bahwa model ini paling akurat dalam mengklasifikasikan kelas PB

dengan hasil sebesar 24.281 prediksi benar, serta menunjukkan peningkatan prediksi

benar pada kelas PBTT dibandingkan model lain sekitar 7.044.



49

BAB V
PEMBAHASAN

5.1 Analisis Evaluasi Model

Output model yang dihasilkan dalam penelitian ini berupa klasifikasi laporan perbaikan
kendaraan dengan menggunakan machine learning sebagai alat klasifikasi. Hasil klasifikasi
tersebut mampu mengelompokkan laporan berdasarkan jenis perbaikan atau kategori masalah
yang muncul di lapangan. Dengan demikian, laporan yang semula berbentuk teks bebas
(unstructured data) dapat diubah menjadi informasi yang terstruktur dan lebih mudah dipahami
oleh manajemen di kantor pusat.

Fungsi utama dari output model ini menyediakan informasi yang akurat, konsisten, dan
terstandar. Hal ini menjawab langsung permasalahan ketidaksesuaian informasi yang
sebelumnya sering terjadi karena perbedaan format laporan dan inkonsistensi isi laporan.
Dengan adanya model klasifikasi ini:

a. Meningkatkan validitas evaluasi, di mana model dapat memfilter kesalahan pencatatan
dan mendeteksi pola teks yang relevan dengan jenis perbaikan tertentu.

b. Mempercepat evaluasi, karena laporan otomatis diklasifikasikan, evaluasi kinerja tidak
lagi membutuhkan proses manual yang lama.

c. Mendukung pengambilan Keputusan, di mana data hasil klasifikasi langsung digunakan
untuk analisis lebih lanjut, misalnya tren kerusakan kendaraan, kualitas perawatan, atau
efektivitas kantor cabang atau bengkel.

Evaluasi dilakukan terhadap data uji yang telah dipisahkan sebesar 20% dari total
dataset. Data yang diolah belum pernah dilihat pada model sebelumnya, sehingga performa
yang dihasilkan mencerminkan kemampuan generalisasi model terhadap data baru. Hasil dari
pengolahan data menunjukkan bahwa ketiga algoritma memiliki performa yang berbeda satu
sama lain meskipun menggunakan representasi teks yang sama. Hal ini menunjukkan bahwa

algoritma memegang peran penting dalam menangani fitur — fitur hasil ekstraksi TF-IDF.

5.1.1 Akurasi Model
Pada penelitian ini, evaluasi akurasi terhadap tiga algoritma machine learning yakni
Naive Bayes, Logistic Regression, dan Random Forest, telah dilakukan untuk

mengklasifikasikan jenis perbaikan kendaraan berdasarkan data teks dari Surat Perintah
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Kerja (SPK). Ketiga algoritma tersebut menunjukkan performa yang berbeda dalam hal
akurasi dan kemampuan menangani ketidakseimbangan kelas. Berikut merupakan

analisis akurasi untuk masing — masing algoritma yang digunakan.

a. Naive Bayes
Model Naive Bayes berhasil mencapai akurasi sebesar 0,7351 atau sebesar 73,51%
pada penelitian ini. Meskipun akurasi ini tergolong cukup baik untuk klasifikasi
teks dengan tiga kelas, model ini menunjukkan kecenderungan sangat kuat untuk
kelas PB yang mencapai 0,92, menandakan bahwa model ini sangat baik sering
memprediksi PB dengan benar. Namun, dominasi performa pada kelas PB
menyebabkan akurasi pada kelas minoritas menjadi lebih rendah. Pada kelas
Adhoc, memiliki nilai recall hanya mencapai 0,46, yang berarti lebih dari setengah
data Adhoc gagal dikenali secara akurat. Sedangkan pada kelas PBTT, meskipun
memiliki nilai precison tinggi yaitu sebesar 0,76, dengan recall sebesar 0,54 hal ini
menunjukkan bahwa kelemahan model dalam menangkap variasi teks untuk kelas
yang tidak terlalu dominan. Selain itu, jika dilihat dari nilai macro average f1-score
mendapatkan nilai sebesar 0,67 yang mengindikasikan bahwa performa model
secara rata — rata antar kelas masih terbatas. Hal ini disebabkan oleh asumsi dasar
model Naive Bayes yang menganggap independensi antar fitur, yang seharusnya
dalam data teks tersebut, banyak istilah yang saling terkait secara kontekstual. Oleh
karena itu, pada penelitian ini, meskipun model Naive Bayes bekerja dengan cepat
dan efisien secara komputasi, akurasi yang dihasilkan belum cukup optimal untuk
digunakan sebagai model utama dalam sistem klasifikasi jenis perbaikan
kendaraan.
b. Logistic Regression

Model Logistic Regression menunjukkan performa yang lebih baik dibandingkan
Naive Bayes, dengan akurasi sebesar 0,7441 atau sebesar 74,41%. Model ini
menunjukkan distribusi performa yang lebih seimbang antar kelas, dengan nilai f7-
score yang relatif stabil. Nilai recall tertinggi masih terdapat pada kelas PB yaitu
sebesar 0,92, sementara kelas PBTT memiliki nilai recall sebesar 0,59 dan Adhoc
0,44. Peningkatan terlihat pada kelas PBTT, di mana nilai f/-score meningkat
menjadi 0,67, hal ini mengindikasikan model ini memiliki kemapuan yang lebih

baik dalam mengenali pola pada data teks yang menggambarkan kelas PBTT.
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Meskipun nilai recall pada kelas Adhoc belum meningkat secara signifikan
dibanding algoritma Naive Bayes, nilai precision pada kelas Adhoc naik menjadi
0,68 yang berarti model ini lebih hati — hati dan cenderung benar saat memprediksi
Adhoc. Secara keseluruhan nilai macro average fl-score sebesar 0,68 yang
menunjukkan bahwa algoritma Logistic Regression mampu menjaga performa yang
relatif merata antar ketiga kelas. Dengan demikian, algoritma Logistic Regression
pada penelitian ini dapat dianggap sebagai model yang cocok digunakan sebagai
baseline sistem klasifikasi, karena memiliki akurasi yang baik dan mampu
menangkap hubungan linier antar fitur kata pada data teks Surat Perintah Kerja
(SPK).

Random Forest

Pada model Random Forest menunjukkan hasil paling optimal dalam penelitian ini,
dengan nilai akurasi tertinggi yaitu 0,7549 atau setara dengan 75,49%. Model ini
unggul dalam hampir semua matrix evaluasi dan menunjukkan kemampuan paling
baik dalam mengenali variasi kata dan struktur kalimat dalam deskripsi Surat
Perintah Kerja (SPK). Nilai f7-score untuk ketiga kelas juga meningkat, dengan
kelas PB meningkat menjadi 0,83, untuk kelas PBTT meningkat menjadi 0,68, dan
kelas Adhoc meningkat menjadi 0,55. Selain itu, nilai macro average fl-score
sebesar 0,69 yang menunjukkan bahwa model ini mampu menjaga keseimbangan
performa di antara kelas — kelas yang tidak seimbang secara distribusi data. Random
Forest bekerja dengan membangun beberapa pohon keputusan (Decision Tree)
yang dilatih pada subset fitur dan data yang berbeda, yang memungkinkan model
ini untuk mengenali pola — pola kompleks dan tidak linier dalam data. Kemampuan
untuk melakukan voting mayoritas dari berbagai tree menjadikan Random Forest
lebih tahan terhadap overfitting dan lebih adaptif terhadap karakteristik teks yang
tidak terstruktur dari data SPK. Model ini juga memperlihatkan nilai recall pada
kelas Adhoc tertinggi sebesar 0,47 dibandingkan dua model lainnya, yang
menunjukkan bahwa meskipun data Adhoc tergolong sulit diprediksi, Random
Forest masih mampu mengenali lebih baik. Oleh karena itu, pada penelitian ini,
Random Forest dinilai sebagai algoritma paling cocok untuk membangun model
klasifikasi jenis perbaikan kendaraan, karena mampu memberikan keseimbangan

antara akurasi tinggi dan ketahanan terhadap variasi data yang kompleks.
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5.1.2 Interpretasi Confusion Matrix
Confusion matrix merupakan salah satu metode evaluasi performa model klasifikasi
dengan memperlihatkan seberapa banyak prediksi yang benar maupun salah terhadap
masing — masing kelas. Pada penelitian ini, klasifikasi dilakukan terhadap tiga jenis
perbaikan kendaraan yaitu PB, PBTT, dan Adhoc. Analisis confusion matrix
memberikan wawasan yang lebih rinci terhadap kemampuan masing — masing algoritma
dalam mengenali setiap kelas, yang tidak dapat dijelaskan hanya dengan mengguanakn

akurasi.

a. Naive Bayes

Pada confusion matrix untuk model Naive Bayes, terdapat ketimpangan prediksi
antar kelas yang cukup signifikan. Dari total 9.397 data yang benar — benar
merupakan kelas Adhoc, hanya 4.322 data yang berhasil diprediksi dengan benar,
sementara sisanya salah diklasifikasikan sebagai PB sebanyak 4.4091 dan PBTT
sebanyak 984. Hal ini, mengindikasikan bahwa model sulit membedakan antara teks
Adhoc dan PB, kemungkinan karena adanya istilah — istilah umum yang digunakan
pada kedua kategori.

Untuk kelas PB, dari 26.414 data yang benar, 24.215 data berhasil diprediksi
dengan tepat, dengan sebagian kecil salah diklasifikasikan sebagai Adhoc sebesar
1.206 dan PBTT sebesar 993. Hal ini memperkuat temuan bahwa PB adalah kelas
yang paling mudah dikenali oleh model Naive Bayes, yang juga terdapat dari nilai
recall yang tinggi yaitu sebesar 0,92. Hal ini disebabkan karena PB memiliki pola
dan struktur teks yang relatif konsisten dan berulah.

Sementara pada kelas PBTT, dari 11.484 data aktual, hanya 6.230 yang berhasil
diklasifikasikan dengan benar, sedangkan 4.255 diklasifikasikan sebagai PB dan
999 diklasifikasikan sebagai Adhoc. Tingginya angka kesalahan prediksi ke PB
menunjukkan bahwa model Naive Bayes cenderung bias ke kelas mayoritas,
terutama jika fitur kata yang digunakan dalam PBTT serupa dengan PB.

Secara keseluruhan, meskipun model Naive Bayes memiliki efisiensi tinggi,
confusion matrix ini menunjukkan bahwa model kurang mampu dalam melakukan
klasifikasi secara seimbang antar kelas, terutama pada kelas minoritas seperti PBTT
dan Adhoc.

b. Logistic Regression
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Pada confusion matrix untuk model Logistic Regression, terlihat adanya
peningkatan distribusi prediksi yang lebih seimbang dibandingkan model Naive
Bayes. Untuk kelas Adhoc, dari 9.397 data actual, 4.145 berhasil diklasifikasikan
dengan benar, meskipun masih terdapat kesalahan prediksi terhadap kelas PB
sebanyak 4.284 dan kelas PBTT sebanyak 968.

Untuk kelas PB, hasil prediksi lebih akurat dari 26.414 data aktual, sebanyak
24.298 berhasil diklasifikasikan secara tepat, hanya sebesar 1.024 termasuk kelas
Adhoc dan sebesar 1.092 termasuk kelas PBTT. Hal ini menunjukkan bahwa PB
adalah kelas paling dominan dan stabil dikenali oleh model ini.

Sedangkan pada kelas PBTT, dari 11.484 dari data aktual, terdapat 6.748 data
berhasil diklasifikasikan dengan benar, dan sisanya tersebar pada kelas PB sebesar
3.843 dan kelas Adhoc sebesar 893. Peningkatan prediksi benar kelas PBTT
dibandingkan model Naive Bayes menunjukkan bahwa model Logistic Regression
lebih sensitif terhadap perbedaan pola antar kelas, meskipun belum optimal.

Berdasarkan hasil evaluasi confusion matrix ini menunjukkan bahwa model
Logistic Regression mampu meningkatkan ketepatan prediksi untuk PBTT dan
menjaga performa stabil pada kelas PB, namun masih memiliki kelemahan dalam

membedakan Adhoc yang memiliki distribusi teks yang tidak terstruktur.

. Random Forest

Confusion Matrix untuk model Random Forest menunjukkan hasil terbaik secara
keseluruhan di antara algoritma lainnya. Untuk kelas Adhoc, dari 9.397 data aktual,
terdapat 4.378 data berhasil diklasifikasikan dengan benar dan sisanya salah
diklasifikasikan sebagai kelas PB yaitu sebesar 4.002 dan kelas PBTT sebesar 1.017.
Hal ini menunjukkan bahwa Random Forest lebih handal dalam mengidentifikasi
kategori Adhoc yang sulit diidentifikasi.

Pada kelas PB, dari 26.414 data aktual, terdapat 24.281 diprediksi dengan benar,
hanya terdapat 1.047 dan 1.086 salah pada kelas Adhoc dan PBTT. Hal ini
menunjukkan bahwa model Random Forest tetap mempertahankan performa tinggi
pada kelas mayoritas, seperti dua model lainnya.

Perubahan yang signifikan terdapat pada kelas PBTT, dari 11.484 data aktual,
sebanyak 7.044 berhasil diprediksi dengan tepat, dan hanya terdapat 3.462 salah
diklasifikasikan pada kelas PB dan terdapat 978 diklasifikasikan pada kelas Adhoc.
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Ini merupakan prediksi benar tertinggi untuk kelas PBTT di antara model lainnya.
Hal ini menunjukkan bahwa model Random Forest lebih mampu mengenali pola
kompleks dalam kombinasi kata — kata pada kelas PBTT.

Berdasarkan confusion matrix ini dapat disimpulkan bahwa model Random
Forest menunjukkan performa klasifikasi terbaik dalam hal ketepatan dan
keseimbangan prediksi antar kelas. Model ini mampu menangani variasi fitur yang
tinggi dari hasil TF-IDF serta menangkap hubungan kompleks antar kata yang tidak

mampu ditangani oleh model linear dan probabilistik.

5.2 Perbandingan Hasil Prediksi Model
Pada bagian ini dilakukan pembahasan mendalam mengenai perbandingan hasil prediksi ketiga
algoritma yang telah dikembangkan, terhadap data testing pada klasifikasi jenis perbaikan
kendaraan. Analisis dilakukan dengan cara mengukur jumlah prediksi benar serta tingkat
akurasi pada data uji secara bertahap, mulai dari 10% hingga 100% dari keseluruhan data uji.
Tujuan evaluasi bertahap ini adalah untuk melihat konsistensi performa model pada subset
data dengan ukuran yang berbeda, serta untuk membandingkan keunggulan relatif ketiga
algoritma dalam menangani variasi ukuran data uji.
Berikut perbandingan hasil prediksi ketiga model tersebut:

a. Naive Bayes

Tabel 5. 1 Hasil Prediksi Model Naive Bayes

Persentase Data Uji Jumlah Sampel Prediksi Benar
10% 4729 3499
20% 9459 6933
30% 14188 10408
40% 18918 13881
50% 23647 17315
60% 28377 20810
70% 33106 24347
80% 37836 27781
90% 42565 31246
100% 47295 34767

Akurasi 0.7351
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Berdasarkan Tabel 5.1 hasil evaluasi Naive Bayes menunjukkan akurasi
keseluruhan sebesar 0,7351. Pada subset 10% data uji dengan sampel sebanyak 4729,
model berhasil melakukan 3499 prediksi benar, menghasilkan akurasi sekitar 73 — 74%.
Jumlah prediksi benar meningkat proposional dengan bertambahnya data uji, mencapai
34,767 prediksi benar pada 100% data uji dengan sampel sebesar 47,295.

Naive Bayes menhasilkan akurasi yang cukup stabil pada rentang 73%
menunjukkan konsistensi performa meskipun ukuran subset data uji meningkat. Model
ini memanfaatkan asumsi independensi antar fitur, yang membuatnya sederhana dan
cepat, namun kurang mampu menangkap kompleks antar kata pada data teks.

Meskipun prediksi benar bertambah sesuai ukuran data uji, peningkatan tersebut
linier dengan jumlah sampel tanpa lonjakan performa signifikan. Hal ini menandakan
batas kemampuan model Naive Bayes pada dataset ini, di mana asumsi yang digunakan
tidak selalu sesuai dengan distribusi data sebenarnya.

b. Logistic Regression

Tabel 5. 2 Hasil Prediksi Model Logistic Regression

Persentase Data Uji Jumlah Sampel Prediksi Benar
10% 4729 3523
20% 9459 7000
30% 14188 10539
40% 18918 14065
50% 23647 17554
60% 28377 21101
70% 33106 24639
80% 37836 28103
90% 42565 31629
100% 47295 35191

Akurasi 0.7441

Pada Tabel 5.2 hasil evaluasi untuk Logistic Regression menunjukkan akurasi

0,7441, sedikit lebih tinggi daripada Naive Bayes. Pada subset 10% data uji, model
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melakukan 3523 prediksi benar dari 4729 sampel. Angka prediksi benar terus
meningkat hingga mencapai 35,191 prediksi benar pada 100% data uji.

Logistic Regression memberikan performa yang lebih baik dibandingkan Naive
Bayes. Hal ini dapat dijelaskan oleh kemampuannya dalam memodelkan hubungan
linier antar fitur TF-IDF secara lebih fleksibel, tanpa asumsi independensi ketat.

Akurasi yang stabil pada 74% menunjukkan model ini mampu mempertahankan
kualitas prediksi meskipun subset data uji bertambah besar. Ini menjadi keunggulan
penting pada aplikasi klasifikasi teks berskala besar, di mana model diharapkan tetap
konsisten saat konsisten saat dihadapkan pada data baru dalam jumalh besar.

Random Forest

Tabel 5. 3 Hasil Prediksi Model Random Forest

Persentase Data Uji Jumlah Sampel Prediksi Benar
10% 4729 3550
20% 9459 7069
30% 14188 10668
40% 18918 14255
50% 23647 17828
60% 28377 21409
70% 33106 25007
80% 37836 28529
90% 42565 32108
100% 47295 35703

Akurasi 0.7549

Hasil pada Tabel 5.3 menunjukkan bahwa Random Forest menghasilkan akurasi
keseluruhan tertinggi yaitu 0,7549. Pada 10% data uji, model mencatat 3550 prediksi
benar dari 4729 sampel. Jumlah prediksi benar meningkat konsisten hingga mencapai
35,703 pada 100% data uji.

Random Forest menunjukkan performa terbaik di antara ketiga model. Dengan
pendekatan ensemble dari banyak pohon keputusan (Decision Tree), model ini mampu

menangkap interaksi non-linier antar fitur TF-IDF yang kompleks.
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Akurasi stabil dikisaran 75% pada semua subset data uji menegaskan
kemampuannya untuk menggeneralisasi dengan baik pada data yang lebih besar. Hal
ini membuat Random Forest unggul untuk klasifikasi teks dengan fitur TF-IDF,
terutama dalam konteks kebutuhan prediksi yang akurat.

5.3 Perbandingan Kinerja Antar Model

Berikut adalah tabel perbandingan akurasi ketiga model sesuai dengan hasil dari penelitian ini:

Tabel 5. 4 Perbandingan Akurasi Model Klasifikasi

Model Akurasi
Naive Bayes 0,7351
Logistic Regression 0,7441
Random Forest 0,7549

Berdasarkan Tabel 5.4 terlihat bahwa model Random Forest mencatatkan akurasi
tertinggi sebesar 0,7549 atau sebesar 75,49%, mengungguli model Logistic Regression sebesar
0,7441 atau sebesar 74,41% dan model Naive Bayes sebesar 0,7351 atau sebesar 73,51%.
Selisih akurasi relatif kecil namun konsistensi ini menjadi indikator bahwa model Random
Forest memiliki kemampuan klasifikasi yang lebih baik dalam mengenali pola teks pada SPK
dibandingkan dengan dua model lainnya.

Model Naive Bayes, meskipun sederhana dan efisien, menghasilkan akurasi paling
rendah. Hal ini dapat disebabkan oleh asumsi dasar model Naive Bayes yang menganggap
semua kata independen satu sama lain, padahal dalam data teks, istilah — istilah sering kali
muncul dalam konteks tertentu yang saling berkaitan. Ketidakmampuan model ini dalam
menangkap hubungan semantik antar kata menyebabkan penurunan akurasi, terutama pada
jenis perbaikan yang memiliki deskripsi lebih bebas seperti PBTT atau Adhoc.

Model Logistic Regression memberikan peningkatan akurasi dibandingkan model
Naive Bayes. Model ini mampu mengenali relasi linier atau fitur hasil transformasi TF-IDF,
namun masih memiliki keterbatasan dalam menangkap pola kompleks. Meskipun demikian,
model Logistic Regression tetap menjadi pilihan yang baik jika dibutuhkan model yang lebih
mudah dan efisien dalam hal pelatihan.

Sedangkan model Random Forest menjadi model terbaik dalam penelitian ini dari segi
akurasi. Hal ini disebabkan oleh pendekatan ensemble learning yang dimilikinya, di mana

model membangun pohon keputusan (Decision Tree) yang berbeda. Teknik ini membuat model
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Random Forest lebih baik terhadap overfitting, lebih stabil dalam menghadapi data yang tidak

seimbang, dan mampu mengenali pola — pola teks yang tidak linier atau kompleks.

5.4 Implementasi Model Machine Learning

Pada bagian ini menjelaskan implementasi model machine learning yang telah dibangun untuk
memproses data baru. Tujuan implementasi ini adalah untuk menunjukkan kemampuan model
dalam mengklasifikasi deskripsi kerusakan kendaraan ke dalam kategori jenis perbaikan
kendaraan, yakni Perbaikan Berkala (PB), Perbaikan Berkala Tidak Teratur (PBTT), dan
Adhoc. Tahapan implementasi meliputi pemrosesan data baru, prediksi menggunakan model

yang telah dilatih, serta penyajian hasil prediksi.

5.4.1 Pemrosesan Data Baru
Pada tahap ini dilakukan pemrosesan awal terhadap data baru yang akan digunakan
sebagai masukan bagi model machine learning. Data baru diperoleh dari dokumen Surat
Perintah Kerja (SPK) yang berisi informasi terkait aktivitas perawatan dan perbaikan
kendaraan. Dataset ini disusun dalam bentuk tabel dengan beberapa kolom, seperti
Order Desc yang memuat detail pesanan atau identitas kendaraan, serta Item Text yang

berisi uraian pekerjaan atau komponen yang dikerjakan.

Tabel 5. 5 Dataset Baru

No. Order Desc Item Text
G/T,FILTER AC,DENSO,1PC
1. PB,KT-1912-KS,KM.79470,PB.80
(Internal)
5 PB,KT-8041- G/T,FILTER UDARA,NON
"~ YJ,KM.104700,PB.105,G/T LINK  GENUINE,1PC (Internal)
G/T,LAMPU
PA,KT-8378-YW,KM.77638,GT
149. KOTA,UNIVERSAL,1PC
LAMPU KOTA
(Internal)
150 PBTT,KT-8770-YW,KM.84946,G/T G/T,FILTER AC,DENSO,1PC
"~ MAGNET CLUT (Internal)

Pada Tabel 5.5 merupakan data baru yang akan digunakan sebagai input untuk

proses prediksi klasifikasi jenis perbaikan kendaraan. Data ini terdiri dari 150 baris yang
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merepresentasikan berbagai jenis aktivitas perawatan atau perbaikan kendaraan. Data

baru akan dimuat ke dalam model melalui beberapa langkah berikut.

Tabel 5. 6 Code Pemrosesan Data Baru

Code Fungsi

new data = pd.read excel ("Data Memuat file excel berisi data baru ke dalam

Baru.xlsx") bentuk Data Frame, sekaligus
print(f"Total data: menampilkan jumlah baris data yang
{1en(new_data) }%) berhasil dimuat

Melakukan Preprocessing pada kolom Item

new data["Cleaned Text" .
- [ - ] Text untuk membersikan data Dbaru,

new_data["Item

Text"] .apply (preprocess_text) sehingga menghasilkan kolom

Cleaned Text yang siap digunakan.
Mengubah teks bersih pada kolom

text t = L
new_texts_vector Cleaned Text menjadi bentuk vektor

vectorizer. transform(new_datal["

Cleaned Text"]) numerik menggunakan TF-IDF yang telah

dilatih sebelumnya

Melalui tahapan ini, data baru yang semula berupa deskripsi teks mentah
disiapkan dalam bentuk terstruktur dan bersih. Proses dimulai dengan pemanggilan
dataset dari file excel, dilanjutkan dengan preprocessing untuk membersihkan teks, dan
diakhiri dengan transfromasi ke bentuk numerik menggunakan TF-IDF. Tahapan ini
memastikan bahwa data baru memiliki format dan representasi fitur yang konsisten
dengan data pelatihan sebelumnya, sehingga siap untuk dianalisis lebih lanjut oleh

model machine learning pada tahap prediksi.

5.4.2 Prediksi Model Yang Terpilih
Setelah data dalam bentuk vektor TF-IDF siap, dilakukan proses klasifikasi dengan
menggunakan model machine learning. Dalam penelitian ini, prediksi data baru
dilakukan dengan menggunakan model Random Forest yang telah dilatih sebelumnya.
Random Forest dipilih karena pada tahapan evaluasi sebelumnya menunjukkan
performa yang unggul dibandingkan dengan algoritma lainnya. Prediksi dilakukan

menggunakan perintah predict().
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Tabel 5. 7 Code Prediksi Model
Code Fungsi

predicted classes = Menggunakan model Random Forest yang

models['Random telah dilatih sebelumnya untuk

Forest'] .predict (new_texts_vect memprediksi kelas atau Kkategori jenis

or) perbaikan berdasarkan data baru

Dengan perintah tersebut, model Random Forest memproses data baru dalam
bentuk numerik hasil transformasi TF-IDF untuk menghasilkan prediksi kategori
perbaikan kendaraan. Tahap ini merupakan inti dari penerapan model machine learning,
di mana sistem otomatis menentukan kelas yang sesuai untuk setiap deskripsi kerusakan

kendaraan berdasarkan pola yang telah dipelajari.

5.4.3 Penyajian Hasil Prediksi
Setelah proses prediksi selesai dilakukan, langkah berikutnya adalah menyusun hasil
prediksi ke dalam bentuk tabel yang mudah dibaca. Tahap ini dilakukan dengan
membuat DataFrame baru yang berisi informasi asli dari data masukan beserta label
hasil prediksi dari model Random Forest. Proses ini juga mencakup menampilkan hasil

dalam bentuk tabel agar memudahkan pembacaan dan interpretasi oleh pengguna.

Tabel 5. 8 Code Penyajian Hasil Prediksi

Code Fungsi

result df = pd.DataFrame ({
- Membuat DataFrame baru yang

"Order Desc" : new_data["Order
Desc"], menyatukan kolom Order Desc, Item
"Item Text": new data["Item Text, dan hasil prediksi Random Forest
Text"], Prediction, sehingga hasil klasifikasi

"Random Forest Prediction":

dapat dilihat berdampingan dengan
predicted classes

9]

print (" Hasil Prediksi Data

data asli.

Menampilkan isi DataFrame hasil
Baru:")

display (result df) prediksi

Dengan langkah ini, hasil prediksi disajikan secara terstruktur sehingga

pengguna dapat dengan mudah membandingkan deskripsi kerusakan asli dengan
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kategori jenis perbaikan yang dihasilkan oleh model. Penyajian hasil dalam bentuk tabel

juga membantu proses evaluasi dan penerapan model machine learning pada data.

Tabel 5. 9 Data Hasil Prediksi

No Order Desc Item Text Prediction
PB,KT-1912- G/T,FILTER
: KS,KM.79470,PB.80 AC,DENSO,1PC (Internal) °B
PB,KT-8041- G/T,FILTER
2. YJ,KM.104700,PB.105,G/T  UDARA,NON PB
LINK GENUINE,1PC (Internal)
PA,KT-8378- G/T,LAMPU
149. YW,KM.77638,GT LAMPU KOTA,UNIVERSAL,1PC Adhoc
KOTA (Internal)
PBTT,KT-8770-
150.  YW,KM.84946,G/T G/TFILTER PB

AC,DENSO,1PC (Internal)
MAGNET CLUT

Tabel 5.9 menampilkan hasil akhir dari implementasi model machine learning
Pada data baru yang sebelumnya telah melalui proses preprocessing dan transformasi
ke bentuk numerik menggunakan TF-IDF. Kolom Prediction menunjukkan hasil
klasifikasi otomatis yang dihasilkan oleh model Random Forest. Label prediksi terdiri
dari kategori PB (Perbaikan Berkala), PBTT (Perbaikan Berkala Tidak Teratur), dan
Adhoc, sesuai dengan jenis perbaikan kendaraan yang telah didefinisikan sebelumnya
pada tahap pelatihan model.

Hasil implementasi model machine learning pada penelitian ini tidak hanya
menunjukkan perbandingan akurasi antar algoritma, tetapi juga memberikan gambaran
mengenai potensi penerapannya dalam sistem pencatatan perbaikan kendaraan di
perusahaan. Saat ini, keterbatasan sistem yang hanya mampu mencatat satu kategori
perbaikan per-laporan menjadi salah satu hambatan utama dalam memastikan
perawatan kendaraan yang menyeluruh. Dengan pendekatan klasifikasi ini, perusahaan
dapat mengidentifikasi lebih dari satu jenis perbaikan secara otomatis dari deskripsi

kerusakan. Hal ini penting untuk menghindari kerusakan yang tidak terdeteksi dan
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mengurangi risiko perawatan tidak lengkap. Penerapan model ini dapat mendukung
proses pengambilan keputusan perawatan yagn lebih akurat dan efisien, serta

meningkatkan kualitas layanan kepada pelanggan.
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BAB VI
PENUTUP

6.1 Kesimpulan

Dari hasil pengolahan data dan analisis yang dilakukan terdapat beberapa kesimpulan dari

penelitian ini sebagai berikut:

1.

Berdasarkan hasil penelitian, dapat disimpulkan bahwa ketidaksesuaian informasi
antara data lapangan dengan laporan yang diterima memiliki pengaruh yang cukup
signifikan terhadap keakuratan evaluasi kinerja perusahaan. Infromasi yang tidak
konsisten dan tidak terstruktur menyebabkan data yang diterima tidak dapat
merepresentasikan kondisi sebenarnya dilapangan. Perbedaan format pencatatan di tiap
unit operasional menyebabkan data sulit diintegrasikan sehingga meninbulkan
inkonsistensi dalam evaluasi, serta terkadang terjadi kesalahan input atau distorsi
informasi dari pihak lapangan mengurangi validitas dara yang diterima, sehingga hasil
evaluasi berpotensi bias dan tidak objektif.

Akibat dari permasalahan tersebut, evaluasi kinerja di kantor pusat menjadi
kurang akurat dan tidak sepenuhnya dapat dijadikan dasar dalam pengambilan
keputusan strategis. Hal ini berdampak pada terhambatnya efektivitas manajemen
dalam menyusun kebijakan, meningkatkan risiko kesalahan dalam alokasi sumber daya,
serta menurunnya efisiensi operasional perusahaan. Dengan demikian, ketidaksesuaian
informasi terbukti menjadi salah satu faktor krusial yang menurunkan akurasi evaluasi
kinerja, sehingga perlu adanya solusi berupa sistem pengolahan data yang lebih
terstandar, terintegrasi, dan mampu meminimalkan distorsi informasi dari lapangan.
Penggunaan TF-IDF (Term Frequency-Inverse Document Frequency) terbukti efektif
dalam merepresentasikan data teks dari laporan Surat Perintah Kerja (SPK) menjadi
fitur numerik yang dapat diproses oleh algoritma machine learning. Dengan
pembobotan TF-IDF, kata — kata yang relevan terhadap jenis perbaikan kendaraan
mendapatkan bobot yang sesuai konteks, membantu model mempelajari pola yang
membedakan kategori antar class.

model machine learning menghasilkan akurasi yang cukup baik. Berdasarkan

hasil evaluasi menggunakan matrix akurasi diperoleh hasil sebagai berikut:
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a. Naive Bayes menunjukkan akurasi sebesar 0,7351. Model ini efektif dalam
mengenali kelas mayoritas (PB) dengan nilai recall sebesar 0,92, tetapi memiliki
kelemahan dalam mengenali kelas minoritas seperti PBTT dan Adhoc. Model ini
terlalu bergantung pada asumsi independensi fitur, sehingga performanya menurun
pada data teks yang kompleks.

b. Logistic Regressionn memiliki nilai akurasi sebesar 0,7441. Model ini memberikan
peningkatan performa dibandingkan Naive Bayes, terutama dalam klasifikasi kelas
PBTT dengan nilai f7-score meningkat menjadi 0,67. Logistic Regression dapat
menangkap hubungan linier antara fitur dan label, namun masih memiliki
keterbatasan keterbatasan dalam menangkap hubungan non-linier yang sering
muncul dalam teks.

c. Random Forest memberikan hasil terbaik dengan akurasi sebesar 0,7549. Model ini
mampu menangani kompleksitas tinggi dari data SPK, mengenali pola tidak linier,
serta menghasilkan distribusi prediksi yang paling seimbang. Kemampuannya
dalam menggabungkan banyak pohon keputusan (Decission Tree) menjadikan
model ini lebih tahan terhadap overfitting dan lebih adaptif terhadap data yang tidak
seimbang.

Dengan demikian, dapat disimpulkan bahwa dari ketiga algoritma yang diuji,
Random Forest merupakan model Machine Learning yang paling cocok untuk
klasifikasi jenis perbaikan pada penelitian ini. Model ini tidak hanya unggul secara
metrik evaluasi, tetapi juga menunjukkan kestabilan dan keandalan dalam mengenali
seluruh  ketegori jenis perbaikan, menjadikan solusi yang layak untuk

diimplementasikan dalam sistem klasifikasi jenis perbaikan kendaraan.

6.2 Saran

Berdasarkan hasil penelitian serta kesimpulan yang diperoleh, penulis menyampaikan beberapa

saran yang ditujukan bagi pihak perusahaan maupun untuk penelitian selanjutnya.

1.

PT Adi Sarana Armada Tbk dapat mengimplementasi model yang telah dilakukan uji
untuk mengklasifikasi jenis perbaikan kendaraan, sebagai bahan evaluasi maupun
pengawasan armada serta sebagai dasar pengambilan keputusan.

Penelitian lanjutan dapat melakukan perbandingan antara metode klasifikasi yang
digunakan saat ini dengan pendekatan lain seperti deep learning agar diperoleh hasil

yang lebih optimal.
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3. Tahapan Preprocessing seperti stopword removal, steeming dan lainnya sebaiknya
disesuaikan dengan kebutuhan dan konteks masing — masing data, agar hasil klasifikasi

menjadi lebih akurat dan relevan.
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LAMPIRAN

A- Import Library dan Pemanggilan Data

import pandas as pd

import numpy as np

import re

import string

import nltk

import matplotlib.pyplot as plt

import seaborn as sns

from wordcloud import WordCloud

from nltk.corpus import stopwords

from sklearn.feature_extraction.text import TfidfVectorizer
from sklearn.model_selection import train_test_split

from sklearn.naive_bayes import MultinomialNB

from sklearn.linear_medel import LogisticRegression

from sklearn.ensemble import RandomForestClassifier

from sklearn.metrics import classification_report, accuracy_score, confusion_matrix
from sklearn.preprocessing import LabelEncoder

from collections import Counter

# Install dan import stemming
!pip install Sastrawi
from Sastrawi.Stemmer.StemmerFactory import StemmerFactory

Requirement already satisfied: Sastrawi in /usr/local/lib/python3.11/dist-packages (1.8.1)
# Inisialisasi

nltk.download( 'stopwords"')
stop_words = set(stopwords.words( indonesian’))

internal_words = {"internal”, “"eksternal”, "no", "po”, "pa”, "pb”, “ad", "km", "pc”, "ts", "b",
"ucw”, "ucu”, Tucy”, "gt”, "g/t", "cp”, "oh”,
“karawaci”, "madiun”, "jogja", "badri”, “dwiki",
“vendor”, "astra", "world"”, "stooring", “other™,
“part”, "adhoc”, “electrical”, “engine", "undrcarriage”
“awo”, “aw"}
factory = StemmerFactory()
stemmer = factory.create_stemmer()
[nltk_data] Downloading package stopwords to /root/nltk_data...
[nltk_data] Package stopwords is already up-to-date!
# Load Dataset
df = pd.read_excel("SPK Jan - Mar 2824.xlsx")
print{f"Total data: {len(df)}")
df
Total data: 258368
Order Desc Item Text Jenis Perbaikan
0 PAB-0304-UCU,KM.65562,G/T V-BELT ENGINE NO PO : 4102186285 (Internal) Adhoc
1 PA,B-9304-UCU KM.65562,G/T V-BELT ENGINE  PA,B-9304-UCU KM.65562,G/T V-BELT ENGINE Adhoc
2 PA,B-9304-UCU KM.65562,G/T V-BELT ENGINE  PA,B-9304-UCU,KM.65562,G/T V-BELT ENGINE Adhoc
3 PA,B-9304-UCU KM.65562,G/T V-BELT ENGINE V-Belt Adhoc
4 PA,B-9304-UCU,KM.65562,G/T V-BELT ENGINE V-Belt P/S Adhoc
250363 PB,BE-9665-YB,KM.125586,PB.125 Lampu box PB
250364 PBTT,BD-1316-EC,KM.30361,G/T WIPER G/T WIPER AUS (Internal) PBTT
250365 PBTT,BD-1316-EC,KM.30361,G/T WIPER PO 4102251025 (Internal) PBTT
250366 PBTT,BD-1316-EC,KM.30361,G/T WIPER Wiper PBTT
250367 PBTT,BD-1316-EC,KM.30361,G/T WIPER Wiper PBTT

250368 rows % 3 columns



df = df.drop_duplicates()

df = df.dropna(subset=["Item Text"]).reset_index(drop=True)

def preprocess_text(text):
text = str(text).lower()
text = re.sub(r'\d+", ', text)
text = text.translate(str.maketrans('’,
text = re.sub(r’'\s+", ’

stemmed = [stemmer.stem{word) for word
return " ".join(stemmed)

df["Cleaned Text"] = df["Item Text"].apply(preprocess_text)

df[["Item Text™, "Cleaned_Text"]].head()

Item Text
0 NO PO : 4102186285 (Internal)
1 PAB-9304-UCUKM.65562,G/T V-BELT ENGINE
2 V-Belt
3 V-Belt P/s
4 KUNJUNGAN ASTRA WORLD (Internal)

B- Pre-processing Data

, text).strip()
words = [word for word in text.split() if word not in stop words and word not in internal_words]

in words]

Cleaned_Text

pabucukmgt vbelt
vbelt
vbelt ps

kunjung

print{f"Total data after preprocessing: {len(df)}")

df

Total data after preprocessing: 236474

Order Desc

0 PA B-9304-UCU,KM.65562,G/T V-BELT ENGINE
1 PA,B-9304-UCU KM.65562,G/T V-BELT ENGINE

2 PA,B-9304-UCU,KM.65562,G/T V-BELT ENGINE

3 PA,B-9304-UCU KM.65562,G/T V-BELT ENGINE

4 PA,B-9215-UXAKM.47940,STOORING
236469 PB,BE-9665-YB,KM.125586,PB.125
236470 PB,BE-9665-YB,KM.125586,PB.125
236471 PBTT,BD-1316-EC,KM.30361,G/T WIPER
236472 PBTT,BD-1316-EC,KM.30361,G/T WIPER
236473 PBTT,BD-1316-EC,KM.30361,G/T WIPER

236474 rows x 4 columns

# Terapkan preprocessing

df["Cleaned Text"] = df["Item Text"].apply(preprocess_text)

print("\n ¢ Contoh Data Setelah Preprocessin

g:")

print(df[["Item Text", "Cleaned_Text"]].head())

¢ Contoh Data Setelah Preprocessing:
Item Text

8 NO PO : 4182186285 (Internal)
1 PA,B-9384-UCU,KM.65562,G/T V-BELT ENGINE
2 V-Belt
3 V-Belt P/S
4

KUNJUNGAN ASTRA WORLD (Internal)

Cleaned_Text

pabucukmgt wbelt
vbelt

vbelt ps

kunjung

, string.punctuation))

Item Text

NO PO : 4102186285 (Internal)

PA,B-9304-UCU,KM.65562,G/T V-BELT ENGINE

V-Belt

V-Belt P/S

KUNJUNGAN ASTRA WORLD (Internal)

Lampu

Lampu box

G/T WIPER AUS (Internal)
PO 4102251025 (Internal)

Wiper

Jenis Perbaikan
Adhoc
Adhoc
Adhoc
Adhoc

Adhoc

PB
PB
PBTT
PETT
PBTT

Cleaned_Text

pabucukmgt vbelt
vbelt
vbelt ps

kunjung
lampu
lampu box

wiper aus

wiper



C- Eksplor

asi Data & Visualisasi

df.head()
Order Desc Item Text 3Jenis Perbaikan Cleaned_Text
0 PA,B-9304-UCUKM.65562,G/T V-BELT ENGINE NO PO : 4102186285 (Internal) Adhoc
1 PAB-9304-UCUKM.65562,G/T V-BELT ENGINE PA,B-9304-UCU,KM.65562,G/T V-BELT ENGINE Adhoc  pabucukmgt vbelt
2 PAB-9304-UCU KM.65562,G/T V-BELT ENGINE V-Belt Adhoc vbelt
3 PAB-9304-UCUKM.65562,G/T V-BELT ENGINE V-Belt P/S Adhoc vbelt ps
4 PA,B-9215-UXAKM.47940,STOORING KUNJUNGAN ASTRA WORLD (Internal) Adhoc kunjung
df.info()
<class 'pandas.core.frame.DataFrame’'>
RangeIndex: 236474 entries, @ to 236473
Data columns (total 4 columns):
#  Column Mon-MNull Count  Dtype
@  Order Desc 236474 non-null object
1 Ttem Text 236474 non-null object
2 Jenis Perbaikan 236474 non-null object
3 Cleaned_Text 236474 non-null object

dtypes: object(4)
memory usage: 7.2+ MB

print("\nMissing values per column:")

print(df.isnull().sum())

print("\nNumber of unigque values per
print(df.nunique())

Missing values per column:

Order Desc a
Item Text [}
Jenis Perbaikan a
Cleanad_Text a8

dtype: inté4

Number of unique values per column:

Order Desc 45868
Item Text 78871
Jenis Perbaikan 3
Cleanad_Text 28137

dtype: inté4

# Visualisasi Wordcloud

column:™)

wordcloud = WordCloud(width=868, height=408, background_color="white").generate("” ".join(df["Cleaned_Text"]))

plt.figure(figsize=(10, 5))
plt.imshow(wordcloud, interpolation=
plt.axis("off")

plt.title("Word Cloud")

plt.show()
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A-4

D- TF-IDF dan Split Data

# TF-IDF

vectorizer = TfidfVectorizer()

X = vectorizer.fit_transform{df["Cleaned_Text"])
y = df["Jenis Perbaikan™]

# Split Data
X_train, X_test, y_train, y_test = train_test_split(X, y, test_size=8.2, random_state=42, stratify=y)

E- Training Model Machine Learning

# Model Machine Learning

results = {}

models = {
"Naive Bayes": MultinomialNB(),
“Logistic Regression”: LogisticRegression(max_iter=180@, random_state=42),
“Random Forest”: RandomForestClassifier(n_estimators=188, random_state=42)

y_preds = {}

for model_name, model in models.items():
model.fit(X_train, y_train)
y_pred = model.predict(X_test)
y_preds[model_name] = y_pred
results[model_name] = {
"accuracy”: accuracy_score(y test, y_pred),
"classification_report”: classification_report(y test, y_pred)

F-1 Evaluasi Model Machine Learning

# Hasil Akurasi

for model, res in results.items():
print(f"\n ¢ {model}:")
print(f"Akurasi: {res['accuracy’']:.4f}")
print(res["classification_report™])

+ Naive Bayes:
Akurasi: 8.7351

precision recall fl-score  support

Adhoc @.66 8.46 8.54 9397

PB 8.74 8.92 8.82 26414

PETT 8.76 @.54 8.63 11484
accuracy 8.74 47295
macro avg 8.72 8.64 8.67 47295
weighted avg 8.73 8.74 8.72 47295

+ Logistic Regression:
Akurasi: 8.7441

precision recall fl-score  support

Adhoc 6.68 8.44 6.54 9397

PB 8.75 8.92 8.83 26414

PETT 8.77 8.59 8.67 11484
accuracy a.74 47295
macro avg 8.73 8.65 8.68 47295
weighted avg 8.74 8.74 8.73 47295

+ Random Forest:
Akurasi: 8.7549

precision recall fl-score support

Adhoc 8.68 8.47 8.55 9397

PB 8.76 .92 08.83 26414

PETT 8.77 8.61 8.68 11484
accuracy 8.75 47295
macro avg 8.74 a.67 8.69 47295

weighted avg 8.75 2.75 8.74 47295



F-2 Evaluasi Model Machine Learning

# Confusion Matrix
def plot confusion_matrix(y true, y pred, title):

True Label

True Label

True Label

Adhoc

Adhac
\

PBTT
'

Adhoc

PBTT
'

cm = confusion_matrix(y_true, y pred)

# Dapatkan unique labels langsung dari y_true dan sort
labels = sorted(y_true.unique())

plt.figure(figsize=(8, 6))

sns.heatmap(cm, annot=True, fmt="d", cmap="Blues",
xticklabels=labels, yticklabels=labels)

plt.title(f"Confusion Matrix - {title}")

plt.xlabel("Predicted Label™)

plt.ylabel("True Label™)

plt.show()

model_name, y pred in y_preds.items():
plot_confusion_matrix(y_test, y_pred, model_name)

Confusion Matrix - Naive Bayes

4322 4091 984 20000
15000
1206 24215 993
- 10000
999 4255 6230 - 5000
| | U
Adhac PB PBTT
Predicted Label
Confusion Matrix - Logistic Regression
4145 4284 968 20000
15000
1024 1092
- 10000
893 3843 6748 - 5000
| . l
Adhoc PB PBTT
predicted Label
Confusion Matrix - Random Forest
4378 4002 1017 20000
15000
1047 24281 1086
- 10000
978 3462 7044 - 5000
| | |
Adhoc PB PBTT

Predicted Label



# Load Dataset Baru

new_data

= pd.read_excel("Data Baru.xlsx")

print(f"Total data: {len(new_data)}")

new_data

Total data: 158

Order Desc
PB,KT-1912-KS,KM.79470,PB.80
PB,KT-8041-YJ,KM.104700,PB.105,G/T LINK
PB,KT-8041-YJ,KM.104700,PB.105,G/T LINK
PBTT,KT-8336-YW KM.47623,PM CHECK

PAKT-8378-YW,KM.69522 REP ELK ROTARI

145 PAKT-8652-YO,KM.99854,G/T, LAMPU KABUT

146 PAKT-8652-YOKM.09854,G/T, LAMPU KABUT

147 PAKT-8335-YWKM.92494,GT MOTOR WASHER

148

PAKT-8378-YW KM.77638,GT LAMPU KOTA

G-1 Implementasi Model

Item Text

G/TFILTER AC,DENSO,1PC (Internal)

G/TFILTER UDARANON GENUINE,1PC (Intern

G/T,FUEL FILTER,NON GENUINE,2PC (Interna

G/TLAMPU KOTA,UNIVERSAL,1PC (Internal)

G/T,LAMPU KOTA,UNIVERSAL,1PC (Internal)

G/TLAMPU KABUT,OSRAM 12V 55W,1PC (Inter

G/TLAMPU KOTA,UNIVERSAL,1PC (Internal)

G/TMOTOR WASHERUNIVERSAL,1PC (Internal

G/T,LAMPU KOTA,UNIVERSAL,1PC (Internal)

149 PBTTKT-8770-YWKM.B4946,G/T MAGNET CLUT

150 rows % 2 columns

# Apply Preprocessing
new_data[ "Cleanad_Text"] = new_data["Item Text"].apply(preprocess_text)

# Transform ke TF-IDF
new_texts_vector = vectorizer.transform(new_data["Cleaned_Text"])

# Prediksi dengan Random Forest
predicted classes = medels['Random Forest'].predict(new_texts vector)

# DataFrame hasil prediksi

result_df = pd.DataFrame({
"Order Desc” : new_data["Order Desc"],
"Item Text": new_data["Item Text"],
"Random Forest Prediction”: predicted classes

by

# Hasil Prediksi
print(" Hasil Prediksi Data Baru:")
display(result_df)

Hasil Prediksi Data Baru:

145

146

147

148

Order Desc
PB.KT-1912-KS,KM.79470,PB.80
PB,KT-8041-YJ,KM.104700,PB.105,G/T LINK
PB,KT-8041-YJ,KM.104700,PE.105,G/T LINK
PBTTKT-8336-YW,KM.47623,PM CHECK

PAKT-8378-YW,KM.69522 REP ELK ROTARI

PA KT-8652-Y0,KM.99854,G/T, LAMPU KABUT
PAKT-8652-Y0,KM.99854,G/T, LAMPU KABUT
PAKT-8335-YW,KM.02494,GT MOTOR WASHER

PAKT-8378-YWKM.77638,GT LAMPU KOTA

149 PBTTKT-8770-YW,KM.84946,G/T MAGNET CLUT

150 rows x 3 columns

#Simpan ke Excel
result df.to excel("Hasil Prediksi Data Baru.xlsx", index=False)

Item Text

G/T,FILTER AC,DENSQ,1PC (Internal)
G/T,FILTER UDARANON GENUINE,1PC (Intern
G/TFUEL FILTER,NON GENUINE,2PC (Interna
G/TLAMPU KOTA,UNIVERSAL,1PC (Internal)

G/TLAMPU KOTA,UNIVERSAL,1PC (Internal)

G/TLAMPU KABUT,OSRAM 12V 55W,1PC (Inter
G/TLAMPU KOTA,UNIVERSAL,1PC (Internal)
G/T,MOTOR WASHER,UNIVERSAL,1PC (Internal
G/TLAMPU KOTA,UNIVERSAL,1PC (Internal)

G/T,FILTER AC,DENSQ,1PC (Internal)

G/TFILTER AC,DENSO,1PC (Internal)

Random Forest Prediction
PB

PB

PEB

Adhoc

Adhoc

Adhoc
Adhoc

PB
Adhoc

PB

H-1 Output Rule Model



# Rule Naive Bayes

from sklearn.naive_bayes import MultinomialNB

nb_model = MultinomialNB()
nb_model.fit(X_train, y_ train)

import pandas as pd
import numpy as np

feature_names = vectorizer.get_feature_names_out()

data = {}

for idx, class_label in enumerate(nb_model.classes_):

data[f"log P(word|class={class_label})"]

df_nb = pd.DataFrame(data, index=feature_names)
df_nb_sorted = df_nb.sort _values(by=df nb.columns[8], ascending=False).head(28)

display(df_nb_sorted)

nb_model.feature_log_prob_[idx]

log P(word|class-Adhoc) log P(word|class=PB) log P(word|class-pBTT) [f

lampu -3.839186 -4.368510 -5.364514 m

sr -3.857273 -4.261426 -3.668664 y
ac -4.346747 -4.434435 -4.513644
ban -4.374490 -5.139787 -2.302653
wiper -4.389978 -4.139675 -4.027953
rem -4.502643 -4.991691 -5.344390
brake -4.545534 -4.242429 -4.895548
spooring -4.622463 -5.732867 -3.736368
cover -4.712512 -7.679201 -4.865391
filter -4.780954 -2.460724 -5.128746
seat -4.842441 -8.852820 -5.656087
adhckm -4.869981 -11.164576 -8.229346
kaca -4.884305 -7.999632 -5.842303
roda -4.885504 -6.778697 -6.384774
accu -4.912906 -3.228428 -3.035545
film -5.009565 -9.199163 -5.834122
bearing -5.009762 -6.771067 -5.314027
box -5.083693 -7.128786 -7.666318
service -5.111992 -5.019798 -5.432202
fluid -5.124434 -4.945132 -6.338025

## Rule Logistic Regression

# Ambil fitur (kata) dan koefisien model

feature_names = vectorizer.get_feature_names_out()

coefs = 1r_model.coef_
classes = 1lr model.classes_

# Buat DataFrame: untuk setiap kelas

top_n = 18
top_words_per_class = {}

for i, class_label in enumerate(classes):

class_coefs = coefs[i]

top_indices = np.argsort(class_coefs)[::-1][:top_n]

top_words_per class[f"Top words for class={class_label}"] = feature names[top_indices]
top_words_per_class[f"Coef (toward class={class_label})"] = class_coefs[top_indices]

# Gabungkan ke dalam DataFrame hasil
df_rules 1r multiclass = pd.DataFrame(top words_per class)

# Tampilkan
print("Logistic Regression Rules (Multiclass):")
display(df_rules 1lr multiclass)



H-2 Output Rule Model

Logistic Regression Rules (Multiclass):
Top words for class=Adhoc Coef (toward class=Adhoc) Top words for class=PB Coef (toward class=PB) Top words for class=PBTT Coef (toward class=PBTT)

0 adhockmgt 3.541478 kelipat 4241172 gtban 4.018952
1 rekondisi 3.108699 kala 4012534 vulkanisir 3.377421
2 adhckm 2.746982 gtoli 3.740264 regkmgtban 3.253173
3 adhckmep 2.630053 olt 3.212201 dot 3.244501
4 adhckmalarm 2.591778 free 3.144031 kmpe 3.226955
5 pabucukmgt 2.496356 gifilter 3.048955 release 3.178312
6 pabuzxkmgt 2.300719 pbkm 3.012962 zZuur 3.153667
7 cylinder 2.289763 regkmpb 2.881191 regkmban 3.136428
8 piston 2.276282 lengkap 2.871031 ori 3.11231
9 metal 2.187742 air 2831442 checkbersihkan 3.054244

import pandas as pd
import numpy as np

# Ambil fitur (kata-kata)
feature_names = vectorizer.get_feature_names_out()

# ambil importance dari model
rf_importances = rf_model.feature_importances_

# Buat DataFrame
df_rf_importances = pd.DataFrame({
"Feature": feature_names,

"Importance”: rf_importances

1

# Urutkan berdasarkan importance tertinggi
df_rf_sorted = df_rf_importances.sort_values(by="Importance", ascending=False).head(2@)

# Tampilkan

print(“Random Forest Top Features (Rules):")

display(df_rf_sorted)

L2 Random Forest Top Features (Rules):
Feature Importance %

1146 ban 0.084696 m

6660 oli 0.076520 %
56 accu 0.038540

3145 filter 0.035531

715 air 0.032090

5972 mesin 0.030029
4025  hankook 0.018533
11552 stock 0.016035
3175 fks 0.012537
11393 spooring 0.011637
3573 goodyear 0.008754
9516 pcs 0.008722
3381 ganti 0.007661
4768 katalis 0.007082
2264 cover 0.006966
3253 free 0.006457

259 adhckm 0.005974
10203 regkmpb 0.005500
2176 clutch 0.005482

36 ac 0.005409
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